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资源受限的大模型高效迁移学习算法研究综述
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摘　要　近年来，深度学习在自然语言理解、计算机视觉和数据挖掘等重要领域取得了巨大成功，极大地推动了人

工智能技术的发展．迁移学习的诞生和应用更是大幅减轻了数据的获取和标注成本，成倍提升了深度模型和算法

的泛化能力和适用性．然而，随着模型规模的不断增大，传统的迁移学习方法面临着计算和存储资源的巨大挑战，

难以满足可穿戴、军事、医疗等资源受限场景下的应用需求．高效迁移学习算法应运而生，旨在以最小的资源开销

实现大模型的快速适配与部署，有望成为未来人工智能技术发展的关键突破口．本文是高效迁移学习领域的首篇

中文综述，系统总结了近５年来该领域的研究进展．本文首先分析了高效迁移学习算法在自然语言处理、计算机视

觉和多模态模型三大场景下的应用现状，提炼出了修改模型结构、调整预训练参数、调整原始输入（输出）、注入自

适应参数、引入自适应模块等五类具有代表性的技术路线．在此基础上，本文对各类方法进行了全面梳理与比较，

分析了它们的优势与局限性．本文的主要贡献如下：（１）对高效迁移学习领域进行了系统化的综述，为后续研究提

供了完整的技术参考；（２）提出了一种基于技术路线的分类框架，帮助读者快速把握该领域的研究脉络；（３）深入分

析了现有方法的不足，并展望了未来的发展方向，具有一定的前瞻性和指导意义．高效迁移学习算法是推动现代人

工智能技术走进千家万户的关键技术，有望让更多中小企业和个人用户受益于大模型的强大性能．本文对该领域

的全面梳理，将为该领域算法的进一步发展和应用提供重要的理论参考与实践指导．
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ｓｅｒｖｅｓａｓａｃｒｕｃｉａｌｂｒｉｄｇｅｂｅｔｗｅｅｎｃｕｔｔｉｎｇｅｄｇｅＡＩｔｅｃｈｎｏｌｏｇｉｅｓａｎｄｔｈｅｉｒｐｒａｃｔｉｃａｌａｐｐｌｉｃａｔｉｏｎｓｉｎ

ｅｖｅｒｙｄａｙｌｉｆｅ．Ｉｔｈｏｌｄｓｔｈｅｐｏｔｅｎｔｉａｌｔｏｅｎａｂｌｅｅａｓｉｅｒａｎｄｃｈｅａｐｅｒａｃｃｅｓｓｔｏｔｈｅｐｏｗｅｒｏｆｌａｒｇｅｍｏｄｅｌｓ，

ｂｅｎｅｆｉｔｉｎｇａｗｉｄｅｒａｎｇｅｏｆｅｎｔｅｒｐｒｉｓｅｓａｎｄｉｎｄｉｖｉｄｕａｌｓａｃｒｏｓｓｖａｒｉｏｕｓｓｅｃｔｏｒｓ．Ｂｙｐｒｏｖｉｄｉｎｇ

ｃｏｍｐｒｅｈｅｎｓｉｖｅｏｖｅｒｖｉｅｗｓｏｆｔｈｅｃｕｒｒｅｎｔｓｔａｔｅｏｆｔｈｅａｒｔ，ｓｏｌｉｄｔｈｅｏｒｅｔｉｃａｌｆｏｕｎｄａｔｉｏｎｓ，ｐｒａｃｔｉｃａｌ

ｇｕｉｄａｎｃｅ，ａｌｏｎｇｗｉｔｈｃｒｉｔｉｃａｌｉｎｓｉｇｈｔｓｉｎｔｏｆｕｔｕｒｅｒｅｓｅａｒｃｈｄｉｒｅｃｔｉｏｎｓ，ｔｈｉｓｓｕｒｖｅｙｃｏｎｔｒｉｂｕｔｅｓ

ｓｉｇｎｉｆｉｃａｎｔｌｙｔｏｔｈｅｄｅｖｅｌｏｐｍｅｎｔｏｆｅｆｆｉｃｉｅｎｔｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ，ａｎｄｉｓｈｏｐｅｔｏｉｎｓｐｉｒｅｒｅｓｅａｒｃｈｅｒｓ

ａｎｄｐｒａｃｔｉｔｉｏｎｅｒｓｔｏｐｕｓｈｔｈｅｂｏｕｎｄａｒｉｅｓｏｆｔｈｅｒｅｓｅａｒｃｈｆｉｅｌｄ．

犓犲狔狑狅狉犱狊　ｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ；ｄｅｅｐｌｅａｒｎｉｎｇ；ｅｆｆｉｃｉｅｎｔｍｅｔｈｏｄ；ｍｕｌｔｉｍｏｄａｌｍｏｄｅｌ；ｌａｒｇｅｍｏｄｅｌ；

ｌｉｍｉｔｅｄｒｅｓｏｕｒｃｅｓ

１　引　言

深度学习在医疗［１］、机械制造［２］、农业［３］等领

域有着广泛的应用，且已经取得了巨大的成功．深度

学习模型的有效性基于独立同分布假设［４］，即模型

的训练数据和测试数据必须服从相同的分布，否则

模型的表现会大打折扣，例如在南方气候条件下训

练得到的机械健康状况预测模型在北方气候条件下

精度会急剧下降［５］．这种特性让深度模型中蕴含的

知识即使在相近的应用领域中也难以泛化，而为每

一个具体的任务重新收集数据、训练模型又会带来巨

大的开销．为了解决这些问题，研究者提出了迁移学

习［６］，它的基本思想是仅需要目标任务上极少的数据

便可以将相关任务上训练好的模型迁移过来，通过

最大限度的模型复用降低数据收集和训练成本．例

如在大规模图片数据集ＩｍａｇｅＮｅｔ
［７］上预训练得到

的ＲｅｓＮｅｔ
［８］系列模型在很长一段时间内主导着计

算机视觉领域的学术研究和工业应用．借助最简单

的迁移学习技术，无需大量算力、数据资源也可以享

受预训练模型带来的强大性能．

随着人们对深度模型的性能要求与日俱增，研

究者提出了许多更大更复杂的模型结构．图１展示了

２０１９年至今诞生的部分大型深度语言模型，其中模型
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图１　２０１９年至今诞生的部分大型语言模型，图中的文字展示介绍了每个模型的发表时间、发表单位和参数量，且

每个环的直径与该模型参数量呈正相关

参数量从数百亿到上千亿，乃至上万亿不等，且有随

着时间逐渐变大的趋势．值得注意的是，其中参数较大

的模型，如Ａｎｔｈｒｏｐｉｃ
［９］（５２０亿）、ＧＰＴ３

［１０］（１７５０亿）、

ＩｎｓｔｒｕｃｔＧＰＴ
［１１］（１７５０亿）、ＰａＬＭ

［１２］（５４００亿）和盘古

Σ
［１３］（１０８５０亿）等，均是由ＡＩ领域的顶尖公司、机构

训练而成，且其预训练权重由于涉及数据集保密、商

业机密等原因无法公开获取．

作为一般学术研究基石的开源预训练模型，参数

量则相对少些，如Ｔ５
［１４］（１１０亿）和ＬＬａＭＡ

［１５］（６５０亿），

但从零训练这样的模型仍然需要巨量的算力和数据

集资源（训练ＬＬａＭＡ需要２Ｔ个ｔｏｋｅｎ），带来的数百

万美元的训练成本也是一般机构、个人难以承担的．

模型越大、其训练成本越高，迁移学习的重要性

就越发显著．事实上，经典的迁移学习预训练微调

范式已成为深度模型在工业界中的标准应用方式之

一．以自然语言模型为例，在预训练阶段，模型接触

数百亿的单词、简单句等语料，其对数据量的要求之

大让大多数研究者或机构难以独立完成，仅有少数

头部机构有能力进行大模型预训练．这一阶段的目

的是基于大量普适性数据让模型了解语言的基础构

成、语法、情感和一些基本事实，掌握对整个语言系

统的理解能力，如ＧＰＴ就是一类预训练大语言模

型．在微调阶段，预训练模型根据具体任务要求，如

翻译、对话等，在目标任务的精细数据集上进一步训

练．这一阶段所需的数据量和算力远小于预训练，但

对数据质量和专用性要求更高．想要以最少的开销

取得最好的性能，就必然离不开对预训练大模型的

迁移和泛化．

然而无论是微调或是其他经典迁移学习算法，

其设计之初并未考虑到当今预训练模型的参数规模

呈现爆发性的增长．以微调为例，虽然训练轮次、所

需数据量较重新训练模型大大减少，这种方法仍然

要求对预训练模型的所有参数计算梯度并更新．面

对百亿级别的参数量时，微调的开销仍远远超出了

绝大部分研究机构和研究者能支持的范围，例如微

调一个具有６５０亿参数的预训练ＬＬａＭＡ模型
［１５］

时，需要超过７８０ＧＢ显存．除此之外，诸如军事、航

空航天等特种行业中电力算力资源天然有限，同样

难以支撑大模型的迁移成本，严重阻碍了最新最好

的大模型在这些专用领域的应用和发展．

另外，许多应用场景也对模型知识的快速迁移

泛化能力提出了高要求．以智能驾驶领域为例，近年

来出现了许多致力于解决如激光雷达测距［１６］、智能

驾驶车辆轨迹预测［１７］等智能驾驶核心问题的相关

模型和算法．然而智能驾驶领域的应用环境复杂多

变，车况、路况、驾驶员的驾驶习惯等都是预训练智

能驾驶模型时不可预知的，而汽车高速运行时要求

模型能以极短的时延泛化至特定的场景中，这是传

统的微调等迁移方法做不到的．随着智能终端的发

展，人们对其智能处理能力的要求越发苛刻，但智能

终端的硬件能力又难以提供微调现代大模型所需的

算力，因此迫切需要一种时间短、计算高效的大模型

迁移方法．

考虑到上述问题，近期也有不少学者着眼于设

计高效迁移学习方法．不同于早期方法以单一的迁

移效果为目标，高效迁移方法致力于寻找迁移效果

和迁移开销的帕累托最优，也就是用最少的迁移性

能为代价，节省最大的计算开销．这种方法的出现反

映了人工智能领域对计算效率和资源利用的日益重

视．作为一个新兴研究方向，这些方法种类繁多、采

用的技术层次复杂多样，对应的应用场景和效果也

有所不同．且由于此方向发展时间较短，尚未形成一
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套成熟的划分框架和衡量标准．因此，学术界迫切需

要一篇全面深入的综述论文系统总结高效迁移学习

领域的主流方法、核心技术和未来研究方向，为这一

领域提供清晰理论指导．

数十年来，学术界对迁移学习理论和应用进行

了广泛深入的研究，形成了大量综述文献．如表１所

示，文献［１８２３］系统梳理了迁移学习从传统机器学

习时代进入深度学习时代的发展历程，总结了不同

问题设定和应用场景下的各种方法，其中表格右侧

提供了四类常见的应用场景，并指明了每篇文献的

讨论范围（用黑点表示）．

表１　现有的部分迁移学习、高效方法相关综述概况

文献 主要贡献
迁移
学习

多模
态

视觉
自然
语言

ＡＳｕｒｖｅｙｏｎＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇ
［１８］

（２００９）

（１）第一篇较完整全面的迁移学习综述；
（２）介绍了迁移学习的问题定义、设定、流派等；
（３）主要介绍了基于传统机器学习的浅度方法．

●

迁移学习问题与方法研究［１９］（２０１４）

（１）针对负迁移问题，提出一种图正则化联合矩阵分解模型；
（２）针对欠适配问题，提出一种联合适配正则化学习框架；
（３）针对欠拟合、欠适配与负迁移问题，提出统一的鲁棒深度表征适
配模型．

● ● ●

Ａｓｕｒｖｅｙｏｆｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ
［２０］（２０１６）

（１）进入深度学习时代以来第一篇较完善的迁移学习综述；
（２）沿用文献［１８］的定义，涉及大量相关文献，覆盖面极广；
（３）提供部分方法的软件实现．

●

ＡＳｕｒｖｅｙｏｎＤｅｅｐＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇ
［２１］

（２０１８）

（１）针对深度学习的迁移学习综述，并给出深度迁移学习的定义；
（２）将深度迁移学习方法分为基于样本、映射、网络、对抗４类．

●

ＡＣｏｍｐｒｅｈｅｎｓｉｖｅＳｕｒｖｅｙｏｎＴｒａｎｓｆｅｒ

Ｌｅａｒｎｉｎｇ
［２２］（２０２０）

（１）深度迁移学习的较全面综述；
（２）基于文献［２１］的分类方法进一步细分，提供了基于特征变换、度
量等方法的介绍；

（３）提供了较详细的实验设定和实验结果介绍．

● ● ●

ＡＲｅｖｉｅｗｏｆＤｅｅｐＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇ

ａｎｄＲｅｃｅｎｔＡｄｖａｎｃｅｍｅｎｔｓ［２３］（２０２３）

（１）较新的深度迁移学习综述；

（２）基于ＳＬＲ法［２４］整理了近５年的文献及其关键方法，覆盖的方
法范围较广，包括视觉、语言、医学、应用物理、动作识别等．

● ● ●

ＥｆｆｉｃｉｅｎｔＭｅｔｈｏｄｓｆｏｒＮａｔｕｒａｌＬａｎｇｕａｇｅ

Ｐｒｏｃｅｓｓｉｎｇ：ＡＳｕｒｖｅｙ
［２５］（２０２３）

（１）针对自然语言处理的第一篇高效深度学习综述；
（２）从数据、模型、（预）训练、推理、部署等方面展开介绍．

●

ＥｆｆｉｃｉｅｎｔＤｅｅｐＬｅａｒｎｉｎｇ：ＡＳｕｒｖｅｙｏｎ
ＭａｋｉｎｇＤｅｅｐＬｅａｒｎｉｎｇＭｏｄｅｌｓＳｍａｌｌｅｒ，

Ｆａｓｔｅｒ，ａｎｄＢｅｔｔｅｒ［２６］（２０２３）

（１）针对高效深度学习的完善综述，覆盖自然语言处理和计算机视觉；
（２）从压缩、训练、模型结构、（参数、结构等的）自动化探索、底层软
硬件等方面展开介绍．

● ●

本文（２０２４）
（１）第一篇覆盖自然语言、计算机视觉、多模态的高效迁移学习综述；
（２）从模型参数、结构、模块、输入输出等方面展开讨论；
（３）结合最前沿的研究方向和热点探讨未来高效迁移学习的发展方向．

● ● ● ●

　　随着大模型技术的兴起，一些学者也开始关注

降低深度学习计算开销的相关方法，例如模型压缩、

模型蒸馏等，相关综述如文献［２５２６］所示．然而，现

有迁移学习综述未能充分考虑资源受限场景下的高

效迁移问题，而深度学习高效性综述则侧重于模型

设计、训练等环节的优化，鲜有涉及如何高效地迁移

和部署已有大规模预训练模型．另一方面，当前研究

热点已逐渐转向跨模态、多模态领域，但现有的高效

迁移学习综述文献对这一新兴方向还缺乏足够的关

注和讨论．

本文作为大模型高效迁移领域的首篇中文综

述，集中探讨在计算资源、存储资源和数据资源受限

情况下，如何高效地将通用大规模预训练模型迁移

到特定视觉、语言和多模态任务上．与现有的迁移学

习综述不同，本文聚焦于资源受限条件下针对大模

型的迁移方法，研究内容符合现代人工智能发展方

向，填补了大模型时代迁移学习综述的空白；与现有

的模型结构、训练过程轻量化综述相比，本文聚焦于

不同模态中的预训练模型迁移技术，研究内容符合

现代大模型应用的一般逻辑，完善了预训练模型的

轻量化迁移部署研究领域．本文首次提出一种基于

技术路线的分类框架，跨领域对比分析视觉、语言和

多模态领域中不同的高效迁移方法，从模型结构、预

训练参数、输入输出、自适应参数、自适应模块等多

个角度系统梳理现有技术，突破现有综述中基于任

务类型的分类壁垒，为读者提供更加宏观和前瞻的

研究视角．同时，本文还深入分析了现有方法的不足

之处，并前瞻性地探讨高效迁移学习在人工智能技

术推广过程中的重要作用，为该领域的未来发展指

明方向，凸显了本项工作的创新性和指导意义．

４９４２ 计　　算　　机　　学　　报 ２０２４年



本文顺应大模型发展浪潮、旨在帮助初次接触

高效迁移学习领域的学者快速掌握该领域的核心问

题和关键技术．本文的主要创新贡献包括：（１）首次

系统梳理和总结了语言、视觉和多模态等不同场景

下的高效迁移方法．本文不仅分析了这些方法为适

应特定应用场景所作出的调整，更重要的是揭示

了跨领域通用的核心技术，帮助读者透过表象理

解不同方法的本质异同；（２）首次从图２所描绘的

五种技术路线的视角出发，对现有高效迁移方法进

行了系统分类和归纳，并与现有高效深度学习综

述［２６］对比，凸显了本文在高效迁移学习技术路线上

的独到理解和创新；（３）深入剖析了现有研究工作

的不足之处，并前瞻性地探讨了该领域的潜在发展

方向，为有意从事相关研究的读者提供了指导性建

议和创新思路．接下来简要介绍上述五个核心技术

路线：

图２　本文探讨的５种高效迁移技术图示

（１）预训练模型结构是否改变．综述［２６］中提

到的高效方法（如 ＭｏｂｉｌｅＮｅｔＶ２
［２７］等）侧重于模型

结构设计的轻量化，以最少的训练开销实现最好的

效果．而本文关注现有模型的迁移，通过“做减法”：

减少预训练模型中冗余的分支、减少模型子网络的

大小等方式压缩模型以增大模型在目标任务上的有

效信息密度；或是“做加法”：将已有的多个模型划分

为模块，再将在目标任务上最有用的模型进行重组

得到新模型，实现减少模型参数量的同时实现朝目

标任务的知识迁移．“做减法”的典型方法包括文献

［２８３０］等；“做加法”的典型方法包括文献［３１３２］

等．这类方法有着极好的扩展性———在有限的可用

模块下，可以出近乎于无限多种排列组合，理论上可

以满足几乎任意的迁移任务需求，且可以很方便地

随时作出调整．但同时这类方法的计算成本也较

高———想要算出某任务下的最优排列有时候是ＮＰ

难的，现有方法采用的往往是计算较简单的近似解．

（２）预训练参数是否改变．综述［２６］主要介绍

的是从零训练深度模型的高效方法，因此不涉及对

预训练参数的更新．本文介绍的方法沿用微调
［８］的

思想，希望找出预训练模型在目标任务上最相关的

参数进行更新．不同于传统微调对所有参数进行更

新，这类方法基于模型在关键目标样本和任务上的

表现评估每个参数模块的重要性，有选择地以不同

的权重更新参数．此类微调方式灵活性、适应性强，

能根据具体的计算开销限制对权重进行调整，兼顾

效果和开销，且形式多样，将会在后文详细介绍．这

类方法易于实现，但扩展性较差，只要预训练模型的

结构和总参数不发生改变，算法的上限就已经确定．

（３）输入（输出）是否改变．综述［２６］中介绍的

数据增强（如ＲａｎｄＡｕｇ
［３３］等）通过多样的数据变换

在数据欠缺的情况下提升模型效果，实现数据高

效的深度学习．本文介绍的方法则通过对输入数据

的变换在不改变模型参数的情况下改变模型的表

现，实现模型迁移，其数据变换手段与目的都与文

献［２６］完全不同．这类方法无需对模型本身进行任

何调整，甚至无需了解模型的具体结构，也能实现有

效的模型适应和迁移．且对计算资源的要求极低、

计算速度极快，是资源限制较严格时的最优选．典型

的方法为提示学习［３４３６］．这类方法有着较好的扩展

性———计算成本平衡，能在较低的计算开销下实现

对不同任务、不同情况的适应，实用性较强．

（４）是否注入自适应参数．类似于方法（３）中修

改输入而不修改模型的思路，一些高效迁移方法提

出修改模型中间变量实现模型迁移，而同样不需要

修改原始模型．常见的修改方法包括将一段可训练

的参数拼接至原有变量头尾处．但这种方法与方法

（３）相比在对预训练模型结构有一定限制，主要被用
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于修改Ｔｒａｎｓｆｏｒｍｅｒ结构中的编码、键、值等序列化

变量．综述［２６］则未涉及此类方法．这类方法扩展性

一般．注入的参数位置、大小、注入方式固定，有时不

能对样本级别的动态变化作出应对．但相对地计算

开销也较低，几乎不扩增原始模型的参数量．

（５）是否引入自适应模块．方法（４）注入的自适应

参数虽然开销很小，但也带来了修改程度有限、灵活

度有限等问题．另一些方法则在预训练模型的模块之

间增加轻量化的自适应模块，以模型中间变量为输入

对每个样本数据进行自适应修改后输出，实现更灵

活的模型迁移．这类方法发展较为完善，主要的研究

热点在于调整自适应模块的位置和具体设计．典型

的方法是适应模块法（Ａｄａｐｔｅｒ），如文献［３７３８］等．

综述［２６］未涉及此类方法．这类方法较方法（４）提升

了扩展性，但也提升了计算开销．自适应模块能捕捉

更细致、更立体的样本级差异，实现更细致的迁移．

需要注意的是，许多高效迁移方法融合了上述

的多种高效迁移技术以达到更好的效果，因此可能

同时具备多个技术特点．上述的迁移技术之间也有

内在的异同关系，这些关系导致特定的方法组合会

带来更高的收益，因此常常共同出现．如技术（１）结

构改变和技术（２）参数改变的组合在实际应用中较

为常见，在修改模型结构后往往需要对部分参数重

新调整以适应新的模型结构．

本文将以这５个技术特点为基石揭示已有的代

表性方法实现高效迁移的基本原理，并比较分析这

５个技术特点在不同应用场景下的实现与效果的异

同．具体而言，在第２节简要介绍迁移学习的问题描

述和定义，介绍不同问题设定并指出本文重点关注

的方法所解决的问题；在第３节介绍自然语言处理

领域的方法；在第４节介绍计算机视觉领域的方法；

在第５节介绍多模态模型领域的方法；在第６节分

析现存方法的局限和未来研究方向；最后在第７节

进行总结．

２　问题定义

在本节对迁移学习问题进行规范的描述，并就

本文重点研究的问题设定和分支进行阐明．为了便

于读者理解，本节叙述时会辅以深度学习中的常见

例子进行说明．迁移学习是一种机器学习范式，其核

心思想可以概括为“旧知识用于新问题”，利用已经

见过的信息来解决新的但相关的问题，从而提高学

习效率和效果．通过找到不同但相关的领域之间的

相似性并加以合理利用，迁移学习能减少在目标领

域直接从零学习所需要的数据量，从而降低计算开

销、缩短训练时间、提升泛化能力．迁移学习的适用

场景非常广泛，可以应用于计算机视觉、自然语言处

理、语音识别、情感分析等，体现了知识的延续性和

连通性，是提高机器学习应用灵活性、鲁棒性和实用

性的重要手段．接下来给出其形式化定义．

一个领域犇＝犡，犘（犡）由其中的数据犡＝｛狓１，

狓２，…，狓狀｝及数据的边缘分布犘（犡）确定．以一个英

语语料库为例，数据犡 即为所有的英语单词，而数

据分布犘（犡）会因为具体的子语料库（如法律相关、

金融相关等）而有所不同．一个任务犜＝｛犢，犳（·）｝

由标签空间犢＝｛狔１，狔２，…，狔狀｝和功能函数犳（·）构

成．例如对于英译中任务，标签空间中的每个标签个

体狔犻为对应英语单词狓犻的中文释义，犳（·）为翻译模

块，期望其具有功能狔犻＝犳（狓犻）．可以进一步定义源

域犇狊＝｛犡狊，犘狊（犡狊）｝，目标域犇狋＝｛犡狋，犘狋（犡狋）｝，源

任务犜狊＝｛犢狊，犳狊（·）｝和目标任务犜狋＝｛犢狋，犳狋（·）｝．

基于一个源域犇狊和对应的源任务犜狊，以及一个

与源域相关但不同的目标域犇狋和目标任务犜狋，迁移

学习的目的是利用源域中的知识尽可能地改善目

标任务上功能函数犳狋的性能．在实际应用场景中，

源域上往往有较丰富、质量较高的训练数据，而目标

域的有标注数据较少或质量较低．根据领域的定义，

源域和目标域的不同可以理解为数据不同犡狊≠犡狋，

或数据分布不同犘狊（犡狊）≠犘狋（犡狋）．根据综述［１８］的

定义，数据不同的迁移学习被称为异构迁移学习

（ｈｅｔｅｒｏｇｅｎｅｏｕｓｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ），例如英译中数据

集和日译中数据集；数据分布不同的迁移学习被称

为同构迁移学习（ｈｏｍｏｇｅｎｅｏｕｓｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ），

例如法律领域的英译中数据集和金融领域的英译中

数据集．根据任务的定义，源任务和目标任务的不同

可以理解为标签空间不同犢狊≠犢狋，或功能函数不同

犳狊（·）≠犳狋（·）．根据综述［２０］的定义，功能函数的不

同被称为源域和目标域之间的上下文偏差，如同一

个英文单词在不同语境中应当译为不同的含义；标

签空间不同可以用语义情感分析任务来理解：例如

一些任务只要求对句子的情感进行二分类（积极、消

极），另一些任务要求对情感等级进行细化，如分为

１～５级的多分类问题．另外，根据综述［１８］，目标任

务上存在标签犢狋的迁移学习被称为归纳式迁移学

习（ｉｎｄｕｃｔｉｖｅｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ）、目标任务上不存在
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标签时则称为直推式迁移学习（ｔｒａｎｓｄｕｃｔｉｖｅｔｒａｎｓｆｅｒ

ｌｅａｒｎｉｎｇ）．另外表１介绍的文献综述中还归纳有无

监督迁移学习、领域自适应［３９］、负迁移等相关定义，

但并非本文介绍重点，因此不在此展开叙述．本文介

绍的方法均属于同构的归纳式迁移学习．

由于主流深度学习模型的参数量极大，且已有

性能优秀的开源模型，目前迁移学习算法的研究均

是基于源域上的预训练权重开展的，这也是本文的

重点研究设定：基于在源域犇狊和源任务犜狊上预训练

得到的权重θ犳狊，研究高效迁移方法犉，使迁移后的

权重θ犳狋＝犉（θ犳狊）所构成的功能函数犳狋在目标域、目

标任务上有较好的表现，且迁移方法犉的开销应尽

可能小．根据现有文献的侧重点，此处的开销主要指

模型的参数量、训练推理时的内存占用．接下来的叙

述将围绕犉（θ犳狊）展开，用不同犉的定义形式化地描

述不同方法的核心技术．

３　基于犜狉犪狀狊犳狅狉犿犲狉的自然语言处理

高效迁移方法

　　自然语言处理是深度学习的一个十分重要的应

用领域，具体应用包含语言理解、翻译、对话、问答

等．考虑到目前参数量最大的模型均属于自然语言

大模型（如图１所示），高效迁移学习算法在本领域

有极大的应用需求，既可以将市面上的公开大模

型预训练权重方便地迁移至用户所需的目标领域，

也可以为ＡＩ公司提供大模型轻量复用方案，从而

避免类似任务上重复训练带来的巨大开销．目前自

然语言处理领域效果最好、应用最广泛的是Ｔｒａｎｓ

ｆｏｒｍｅｒ模型
［４０］及其变种，在此对其基本结构进行

简要介绍．

图３展示了Ｔｒａｎｓｆｏｒｍｅｒ模型中的一个基本模

块，不同规模的Ｔｒａｎｓｆｏｒｍｅｒ一般是由不同宽度／深

度、不同数量的基本模块堆叠而成．原始的中间变量

被划分为多段：狓＝［狓１，狓２，…，狓犻，…，狓狀］，以中间变

量序列的一部分狓犻为输入进行简单的线性变换后

将其结果送入自注意力模块：

犺犲犪犱犻＝犃狋狋狀（狓犻犠犻狇，狓
犻犠犻犽，狓

犻犠犻狏）　　 　　

＝Ｓｏｆｔｍａｘ
（狓犻犠犻狇）（狓

犻犠犻犽）
Ｔ

犱槡犽

（狓犻犠犻狏（ ）） （１）

其中犱犽为这一段中间变量序列的宽度，犺犲犪犱
犻为这一

段中间变量序列经过计算得到的注意力，犠
犻
狇、犠

犻
犽、

犠犻
狏分别为询问的变换矩阵，键的变换矩阵和值的变

换矩阵．最后把不同段的注意力拼接（ｃｏｎｃａｔ操作），

得到原始中间变量对应的注意力向量：

犺犲犪犱＝ｃｏｎｃａｔ（犺犲犪犱０，犺犲犪犱１，…，犺犲犪犱狀） （２）

再将注意力向量与原始的中间变量相加、进行层归

一化变换后被送入由全连接层和非线性激活层构成

的前馈网络，其输出再与前馈网络的输入相加，得到

基本模块的输出值，如图３所示．

图３　Ｔｒａｎｓｆｏｒｍｅｒ模型基本结构示意图（其中“参数注入”和“自适应模块”区域为部分高效迁移方法实现原理）

针对基于Ｔｒａｎｓｆｏｒｍｅｒ的语言模型，主流方法

以图２介绍的（ｄ）注入自适应参数和（ｅ）引入自适应

模块方法实现高效迁移，如图３的红色虚线模块所

示．需要注意的是图３提供的仅是这些方法的概念性

示意图，不同方法的具体参数注入、增加模块位置与

形式不尽相同，将会在后文详细介绍．表２总结了自

然语言处理领域较有代表性的高效模型迁移方法，其

中的黑点代表该方法所属的高效迁移技术类别．接下

来在３．１节和３．２节对参数注入和自适应模块法在

自然语言处理领域的应用进行详细分析；在３．３节对

其他方法和自然语言处理领域的已有总结性工作进

行介绍；最后在３．４节介绍该领域常用的迁移数据集．
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表２　自然语言处理领域的部分高效迁移方法

方法 概述
修改

结构

更新

参数

修改

输入

注入

参数

增加

模块

部分验证数据集与

指标

参数

占比

内存

开销

Ｃｏｍｐａｃｔｅｒ
［３８］

基于参数化的超复数乘法层［４１］（ｐａｒａｍｅｔｅｒｉｚｅｄｈｙｐｅｒ
ｃｏｍｐｌｅｘｍｕｌｔｉｐｌｉｃａｔｉｏｎｌａｙｅｒｓ）设计高效的 Ａｄａｐｔｅｒ
进行模型迁移

●
ＧＬＵＥ：８５．３
ＳｕｐｅｒＧＬＵＥ：７１．８２

０．０５％ －４２％

Ｐｒｅｆｉｘｔｕｎｉｎｇ
［４２］

提出优化一种连续的任务相关向量（前缀）来替代传
统的微调方法．在预训练Ｔｒａｎｓｆｏｒｍｅｒ的编码／解码
层序列中加入前缀可以影响模型表现

●
Ｅ２Ｅ：７０．３
ＷｅｂＮＬＧ：６３．４

０．１％ —

ＰｒｏｍｐｔＴｕｎｉｎｇ
［４３］

可以被看作Ｐｒｅｆｉｘｔｕｎｉｎｇ
［４２］的简化版本，即只在输

入句子分词后得到的ｔｏｋｅｎ序列增加前缀
● ＳｕｐｅｒＧＬＵＥ：９０．５ ＜０．０１％ —

ＬｏＲＡ［４４］
通过向Ｔｒａｎｓｆｏｒｍｅｒ层注入低秩分解矩阵近似权重

更新过程，实现模型迁移
●

Ｅ２Ｅ：７０．４
ＧＬＵＥ：８７．２

０．２４％ －６６％

ＱＬｏＲＡ［４５］
基于ＬｏＲＡ提出一种降低微调时显存开销的方法，

微调６５０亿参数只需４８Ｇ显存，且与一般的微调方
法相比几乎不导致性能下降

● ● ＧＬＵＥ：８８．８ — —

ＢｉｔＦｉｔ［４６］ 提出只微调模型的偏置参数实现高效模型迁移 ● ＧＬＵＥ：８５．０ ０．０９％ ＮＡ

ＡｄａｐｔｅｒＦｕｓｉｏｎ
［４７］

提出一种两段式框架．第一阶段为知识提取，在此阶
段内训练得到任务相关的Ａｄａｐｔｅｒ；第二阶段为知识
重组，将不同Ａｄａｐｔｅｒ得到的表征结合以提升目标任
务的表现

●

ＳＩＣＫ：９０．４３
ＲＴＥ：７９．９６
ＣＢ：８９．８１

— —

（ＩＡ）３［４８］
通过学习向量来放缩注意力头中的键、值以及前馈
层中的激活层，以实现高效的知识迁移

● Ｔ０：７２．４ ０．０１％ —

ＬＳＴ［４９］
训练一个单独的梯子网络，该网络以预训练网络的中
间激活层输出作为输入进行预测．该网络更新时不需

要反向传播至整个预训练骨干网络中，因此十分高效
● ＧＬＵＥ：８４．１ １．７４％ －３７％

ＡＴＴＥＭＰＴ［５０］
训练多个源任务上的提示和一个注意力模块以混合

提示
● ●

ＧＬＵＥ：８５．２
ＳｕｐｅｒＧＬＵＥ：７４．１

０．０４％ —

Ａｄａｐｔｅｒｓ
［５１］

提出在Ｔｒａｎｓｆｏｒｍｅｒ层之间增加自适应模块（Ａｄａｐｔｅｒ）

进行高效迁移
● ＧＬＵＥ：８０．９ ３．６％ —

Ｄｉｆｆｐｒｕｎｉｎｇ
［５２］

通过学习一个任务相关的ｄｉｆｆ向量实现迁移，而无
需存储其他预训练参数

● ＧＬＵＥ：８４．５ １％ —

ＨｙｐｅｒＦｏｒｍｅｒ
［５３］

提出一种统一的 Ａｄａｐｔｅｒ学习框架，能跨任务生成、

共享Ａｄａｐｔｅｒ参数和知识
● ＧＬＵＥ：８５．２ ０．２９％ －２５％

Ｔ５［１４］
为自然语言处理任务提出一个统一的框架，将所有
基于文字的任务转换成文字文字的形式，从而实现
不同任务间的方法共享

● ● ● ＧＬＵＥ：８６．４ — —

注：验证数据集与指标和表３中信息对应，参数占比、内存开销分别指代高效方法所调参数相较于所有参数的比例、高效方法训练时较调试所
有参数时节省的内存．

３１　基于自适应参数注入的方法

不同于传统的序列数据处理模型［５４］，Ｔｒａｎｓ

ｆｏｒｍｅｒ以全局计算注意力的方式实现了对长序列

中无论远近部分的高效信息转换提取，因此在语言

处理领域取得极好的效果．考虑到Ｔｒａｎｓｆｏｒｍｅｒ中

的核心参数均以序列化的形式体现，自适应参数注

入法希望通过对序列的增删改等操作影响模型计算

注意力时的结果，从而实现对模型性能的控制．

如图３所示，Ｔｒａｎｓｆｏｒｍｅｒ模块中的核心操作就

是自注意力计算，因此以Ｐｒｅｆｉｘｔｕｎｉｎｇ
［４２］为代表的

许多方法选择在Ｔｒａｎｓｆｏｒｍｅｒ基础模块中的键值等

向量头部增加长度前缀．以Ｐｒｅｆｉｘｔｕｎｉｎｇ为例，令

犘犽，犘狏为注入到键、值的前缀向量，通过修改式（１）可

以得到注入参数后的注意力模块：

犺犲犪犱
犻

犘犜＝犃狋狋狀（狓
犻犠

犻
狇，ｃｏｎｃａｔ（犘犽，狓

犻犠
犻
犽），

ｃｏｎｃａｔ（犘狏，狓
犻犠

犻
狏）） （３）

其中ｃｏｎｃａｔ为向量拼接操作．这种方法无需修改

原始的预训练变换矩阵，只需要训练前缀向量就

可以实现知识迁移．基于第２节的定义，可以把文

献［４２］的迁移方法描述为犉（θ犳狊）＝｛θ犳狊，θ犘｝，其中

θ犘为可训练的前缀向量参数，其参数量仅为整个

Ｔｒａｎｓｆｏｒｍｅｒ模型的参数量的０．１％，真正实现了

“四两拨千斤”．基于自适应参数注入的方法整体框

架与文献［４２］大同小异，实现细节之中的不同点主

要体现在：

（１）注入位置不同．Ｐｒｅｆｉｘｔｕｎｉｎｇ
［４２］将参数注

入在模型内部的键、值前；而ＰｒｏｍｐｔＴｕｎｉｎｇ
［４３］（提

示学习）无需了解修改模型内部结果，只在原始输入

经过分词后、进入模型前得到的ｔｏｋｅｎ序列增加前

缀，较Ｐｒｅｆｉｘｔｕｎｉｎｇ更灵活．不同于上述增加、拼接

的注入方式，Ｄｉｆｆｐｒｕｎｉｎｇ
［５２］通过与原始参数相加

的方式注入参数，因此其位置是不固定、可学习的，
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也可以理解为是全局的．另外，Ｄｉｆｆｐｒｕｎｉｎｇ学到的

注入参数由一个犔０范数惩罚项约束，类似于训练深

度网络时采用的犔２正则项，以便让学到的参数更稀

疏、减少多余参数．类似地，ＬｏＲＡ
［４４］将参数注入在

所有预训练权重矩阵中，但其注入方式稍有不同，且

其目的是模拟预训练权重的更新．（ＩＡ）３
［４８］的注入

位置除了键、值处还包括激活层中，但不同于Ｐｒｅｆｉｘ

ｔｕｎｉｎｇ用直接拼接的方式修改键值等变量，其参数

作为系数对变量进行放缩．

（２）注入方法不同．Ｐｒｅｆｉｘｔｕｎｉｎｇ
［４２］和Ｐｒｏｍｐｔ

Ｔｕｎｉｎｇ
［４３］通过向量拼接的方式注入参数：犉（θ犳狊）＝

｛θ犳狊，θ犘｝．Ｄｉｆｆｐｒｕｎｉｎｇ
［５２］通过直接相加的方法注入参

数，即犉（θ犳狊）＝θ犳狊＋θ犘．ＬｏＲＡ
［４４］通过低秩矩阵来模

拟预训练参数的更新．假设某参数矩阵为犠０∈犚
犱×犽，

则可以用两个低秩矩阵犃，犅 的相乘模拟其更新：

犠０＋Δ犠＝犠０＋犅犃，其中Δ犠是更新参数，犅∈犚
犱×狉，

犃∈犚
狉×犽，且矩阵犃，犅的秩狉很小：狉ｍｉｎ（犱，犽）．其参

数注入方法可以描述为犉（θ犳狊）＝｛θΔ＋θ犅θ犃，θ犳狊＼θΔ｝，

其中θΔ是进行更新的预训练参数．值得注意的是，

ＬｏＲＡ在更新过程中只需要令两个低秩矩阵参与计

算，因此其计算内存开销也大幅下降，如表２所示，其

在节约６６％内存的情况下仍能实现多个基准上的

高性能，因此已经被广泛应用于高效迁移领域，作为

技术基础激发了更多相关工作的诞生，如利用频域

进行权重分解的 ＤｏＲＡ
［５５］、动态分配参数预算的

ＤｏＲＡ
［５６］、利用可学向量来调整不同层间的随机矩阵

的Ｖｅｒａ
［５７］，等等．（ＩＡ）３

［４８］通过元素对应相乘的方法

注入参数：犉（θ犳狊）＝｛犽θΔ，θ犳狊＼θΔ｝，其中犽是注入的参

数（放缩倍数）．ＡＴＴＥＭＰＴ
［５０］考虑的问题包含多个源

域犇狊
０
，犇狊

１
，…，犇狊狀．该方法首先基于ＰｒｏｍｐｔＴｕｎｉｎｇ

［４３］

在每个源域上学到一条提示θ狆犻，犻＝１，…，狀，又在目标

域上初始化一条目标提示θ狆狀＋１．该方法设计一个注

意力模块将学到的不同提示根据目标样本进行动态

的加权混合以达到最优效果：犉（θ犳狊）＝｛θ犳狊，θ狆狀＋１＋

∑
狀＋１

犼＝１

α犼θ狆犼｝，其中α犼是对应每条提示的权重，且∑
狀＋１

犼＝１

α犼＝１．

３２　基于自适应模块的方法

以Ａｄａｐｔｅｒ
［５１］为代表的自适应模块法是语言大

模型高效迁移领域较为经典、发展较完善的一类方

法．如图２（ｅ）、图３所示，其基本结构是在预训练模

块之间增加自适应模块对中间变量进行修改后与原

变量相加，达到用少量参数迁移较大模型的目的．此

方法与参数注入法最大的区别在于其自适应能力，

能通过一个独立的模块建模需要对中间参数进行的

修正，而注入的参数则相对较固定．此类别的绝大多

数方法都可以基于文献［５１］的设计表示为

狓←狓＋犾（狓犠ｄｏｗｎ）犠ｕｐ （４）

其中狓是中间变量，犾是非线性激活层（如 ＲｅＬＵ

等），犠ｄｏｗｎ和犠ｕｐ是降采样全连接层和升采样全连接

层，它们共同构成一个瓶颈模块，且不会改变原始输

入输出的维度．

基于自适应模块的大部分方法在模块的具体设

计上有所不同，但都可以用犉（θ犳狊）＝｛θ犳狊，θａｄａｐｔｅｒ｝表

示，其中θａｄａｐｔｅｒ代表自适应模块的参数，在 Ａｄａｐｔｅｒ

方法［５１］上即为θａｄａｐｔｅｒ＝｛θ犠ｄｏｗｎ，θ犠ｕｐ｝．Ｃｏｍｐａｃｔｅｒ
［３８］

设计了参数共享的“慢”矩阵犃犻用于捕捉较一般的

知识，以及任务相关的“快”矩阵犅犻用于学习特定任

务下的特定参数，并利用矩阵元素相乘犠＝∑
狀

犻＝１

犃犻

犅犻计算得到降采样、升采样层犠ｄｏｗｎ和犠ｕｐ．

也有一些方法研究如何更高效地应用自适应

模块．与文献［５１］的单一Ａｄａｐｔｅｒ不同，针对在不同

源任务犜狊
０
，犜狊

１
，…，犜狊狀上学好的源域Ａｄａｐｔｅｒ参数

θ犪犻，ＡｄａｐｔｅｒＦｕｓｉｏｎ
［４７］进一步引入一个具有参数

θｆｕｓｉｏｎ的混合模块，从而根据不同的目标任务混合源

域Ａｄａｐｔｅｒ：θ犪狋＝θｆｕｓｉｏｎ（θ犪０，θ犪１，…，θ犪狀）．ＬＳＴ
［４９］观察

到经典的Ａｄａｐｔｅｒ框架（式（４））虽然无需更新预训

练模型的参数，但仍需要计算这些参数中的梯度

用于训练 Ａｄａｐｔｅｒ，当预训练参数较多时也会带来

不小的开销．因此该方法提出一种梯子网络，将梯

度在预训练参数和Ａｄａｐｔｅｒ中的前后传播从大模型

中剥离出来单独训练，从而避免在预训练参数上的

梯度计算开销．ＨｙｐｅｒＦｏｒｍｅｒ
［５３］提出采用一个共享

的超网络θ犺生成不同位置Ａｄａｐｔｅｒ的参数：θａｄａｐｔｅｒ＝

θ犺（狓犻），其中狓犻是目标任务或输入目标样本的编码

向量，从而将训练多个Ａｄａｐｔｅｒ的开销进一步减少

为训练一个超网络的开销．

３３　其他方法

除了参数注入和自适应模块法，也有部分自然语

言处理方法选择参数微调以实现高效迁移．ＢｉｔＦｉｔ
［４６］

通过实验证明仅微调偏置项（线性变换犠狓＋犫中的

犫）即可以达到与微调全部参数相匹配的效果．Ｔ５
［１４］

设计了一个统一框架处理自然语言处理任务，并贡

献了一个数据集Ｃ４．回顾第２节中的定义，可以发

现不同的目标任务犜狋是由不同的功能函数（模型）
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犳狋实现的，这从本质上要求对每个不同任务有一个

不同的模型．Ｔ５希望将所有任务用一个超大预训练

网络解决，只需要解决不同任务所需的输入输出形

式即可．如针对翻译任务，可以设计输入为“请把句

子Ｈｅｌｌｏｗｏｒｌｄ．翻译为中文”，而对情感分析任务，

只需输入“请判断情感：这部电影真好看”．模型则会

根据输入的不同自动判断任务，并返回对应的结果．

这种方式又被称为指示学习（ｉｎｓｔｒｕｃｔｉｏｎｌｅａｒｎｉｎｇ），

相关的方法还有ＦＬＡＮ
［５８］等．Ｔ５框架的设计过程

包含对采用的 Ｔｒａｎｓｆｏｒｍｅｒ模型结构（修改结构

法）、参数训练方法（更新参数法）、具体超参数的探

索和最优解确定．Ｔ５中涉及到对原始输入句子的破

坏，并要求模型补全缺失的部分，因此也涉及对输入

的修改．ＱＬｏＲＡ
［４５］解决了微调预训练模型时所需

显存过大的问题．该方法设计了一种４ｂｉｔ量化技术

和双重量化技术实现高分辨率的４ｂｉｔ微调，还设计

了一种换页优化器防止训练时的内存不足．基于

该方法，可以在单张消费级算卡上实现对３３０亿参

数的微调，在单张专业级算卡上实现对６５０亿参数

的微调，且不会导致模型性能下降．文章还估计该方

法每晚可以在一台ｉＰｈｏｎｅ１２Ｐｌｕｓ上微调３００万个

ｔｏｋｅｎ的数据．ＱＬｏＲＡ大幅降低了微调超大型预训

练模型的算力开销，是高效迁移学习领域十分重要

的工作．

上下文学习［５９］（ｉｎｃｏｎｔｅｘｔｌｅａｒｎｉｎｇ）提供另一

种无需调整模型参数的方法，通过设计自然语言示例

的模板实现模型在目标任务上的提升．例如一个情感

判断任务，上下文学习将“好吃的食物———正面，糟糕

的服务———负面”等数据对设计为“客户评价：好吃

的食物．情感：正面．”“客户评价：糟糕的服务．情

感：负面．”的示例输入到模型中，期望模型学到这些

示例中的数据分布和隐藏模式，从而对没见过的数

据做出预测．文献［５９］进一步指出，上下文学习中示

例里的输入———标签是否匹配实际上并不重要，将

其替换为随机的单词也只会略微影响性能．模型实

际上学习的是标签空间的分布、示例格式和示例重

构输入语句的方式．文献［６０］提供了上下文学习的

更详细介绍．

文献［６１］对参数注入法和自适应模块法进行总

结，提出一个统一的高效迁移框架来表示这两种类

别的方法．文献［６２］将高效迁移方法概括为ｄｅｌｔａ

ｔｕｎｉｎｇ，并总结了不同方法、数据集上的实验表现．

文献［６３］不仅总结了大语言模型上的常用高效迁移

方法，还就高效算法的实际部署、系统设计和实现开

销等方面进行探讨．文献［６４］对现代大语言模型的

发展、技术特点、应用场景等进行了全面的综述．

总的来说，自然语言处理领域具有模型规模大、

输入序列化特征明显、数据量大等特点，因此应用最

广泛的高效迁移技术之一是“参数注入”．这种方法

的优势在于，它能在不调整模型整体结构、不更新原

始模型中绝大部分参数的情况下实现对预训练模型

的微调和适应．这不仅大大减少了计算资源的消耗，

还能有效防止过拟合，特别是在小样本学习场景中

表现出色．此外，提示学习方法还能更好地利用预训

练模型中蕴含的知识，通过提示设计激活模型的潜

在能力，从而在各种下游任务中取得不错的效果．另

一类应用广泛的是自适应模块（Ａｄａｐｔｅｒ）系列方法，

其与提示学习的区别在于Ａｄａｐｔｅｒ将可学习参数进

行了模块化封装，形成独立的迁移子模块，能满足更

加复杂和灵活的微调需求．

３４　常用数据集与实验结果

表３总结了自然语言处理领域常见的典型任务

以及对应的常用数据集．特别地，部分主流数据集已

经被纳入公开的自然语言处理基准挑战中，如近年

来最为常用和权威的ＧＬＵＥ
［９１］和ＳｕｐｅｒＧＬＵＥ

［９２］．

本文在表中也提供了相应的标注，指明数据集所归

属的“基准”（若有）．从表中可以看出，自然语言处理

领域的任务形式多样、检验方式复杂，对现代的语

言大模型提出了极高的要求．这些任务从最基本

的句子合法性检查，到同义词、代词理解，再到复

杂段落下的内容理解与推理，涵盖了人们生产生活

中的常见语境场景，能很好地检测现代大语言模型

的能力．

本文在应用最广泛、覆盖任务最全面的评价基

准之一ＧＬＵＥ（包含８个子数据集）上对前文所介绍

的部分代表性方法进行综合的实验结果对比，如

表４所示．可以发现，自然语言处理任务的骨干网络

种类繁多，基于不同骨干网络微调的方法性能差

异较大；不同方法所调参数量也有所不同，特别地，

涉及增加自适应模块的方法平均需要调整更多参

数．基于ＲｏＢＥＲＴａｂａｓｅ的ＬｏＲＡ
［４４］在对比的方法

中取得了最好的平均表现，且调整参数量较少．其优

异的整体性能也为后续的大量相关研究工作打下了

基础．

００５２ 计　　算　　机　　学　　报 ２０２４年



表３　自然语言处理领域常用数据集

任务 数据集 基准 描述 指标

合法性检验

情感判断

ＣｏＬＡ［６５］

ＳＳＴ２［６７］
ＧＬＵＥ

给出一个单词序列，模型需要判断此序列是否构成合乎语法的英语句子

给出一条影评，模型需要判断其情感倾向是正面或负面

Ｍａｔｔｈｅｗｓ相关系数［６６］

准确率

释义
ＭＲＰＣ［６８］

ＱＱＰ［６９］
ＧＬＵＥ

给出一对新闻相关的表达，模型需要判断其是否在语义上等价

给出一对源于问答网站Ｑｕｏｒａ的表达，模型需要判断其是否在语义上等价

准确率、犉１

准确率、犉１

相似度判断

ＳＩＣＫ［７０］

ＳＴＳＢ［７１］

—

ＧＬＵＥ

给出一对句子，模型需要判断其关联程度为关联、中性或是矛盾

给出新闻标题、视频图像标题等构成的样本对，并提供人工标注的相似度
指标（１～５），模型需要预测这些指标

准确率

皮尔森、斯皮尔曼
相关系数

推理任务

ＭＮＬＩ［７２］

ＱＮＬＩ［７３７５］

ＲＴＥ［７６７９］

ＷＮＬＩ［８０］

ＣＢ［８１］

ＧＬＵＥ

ＧＬＵＥ

ＧＬＵＥ

ＳｕｐｅｒＧＬＵＥ

ＧＬＵＥ

ＳｕｐｅｒＧＬＵＥ

给出一个前提句和一个假设句，模型需要预测前提是否：蕴含假设（蕴涵）、

与假设相矛盾（矛盾）、或者两者都不是（中性）

给出问句和段落构成的数据对，模型需要判断段落中是否包含问句的答案

给出样本对，模型需要判断样本对之间是否有蕴含关系

模型需要阅读一个含有代词的句子，并从一系列选项中选择该代词的指代
对象

给出一个对话，模型需要判断说话人对这段话的内容真相是否知情，包括
知晓、认为、中立、不知

准确率

准确率

准确率

准确率

准确率、犉１

问答

ＢｏｏｌＱ［８２］

ＣＯＰＡ［８３］

ＭｕｌｔｉＲＣ［８４］

ＲｅＣｏＲＤ［８５］

ＳｕｐｅｒＧＬＵＥ

给出一段话和一个问题，模型需要回答“是”或“否”

给出一个前提和两个可能选项，模型需要判断是哪个选项导致了前提

给出一段话，一个问题和多个可能的答案，模型需要判断每一个答案的对错

给出一个段落和完形填空式的问题，模型需要从段落中选择合适的主体填
入空中

准确率

准确率

犉１、准确匹配率

犉１、准确匹配率

多义词检测 ＷｉＣ［８６］ ＳｕｐｅｒＧＬＵＥ
给出两个包含同一个多义词的句子，模型需要判断该多义词在两个句子中
是否代表同样的含义

准确率

共指消解 ＷＳＣ［８０］ ＳｕｐｅｒＧＬＵＥ
给出一个含有指代词的句子，模型需要在一系列选项中判断该指代词的指
代对象

准确率

语句生成

Ｅ２Ｅ［８７］ —
端到端生成数据集，通过部分属性如人名、位置、评价等生成一个句子．本
数据集在餐馆评价语境下生成句子

ＢＬＥＵ［８８］

ＭＥＴ［８９］

ＷｅｂＮＬＧ［９０］ —
包含从ＤＢｐｅｄｉａ中抽取一组三元组并采用自然语言生成方法获得所构造

的句子．每个样本由一组三元组和一条标准句子构成
ＢＬＥＵ［８８］

ＭＥＴ［８９］

表４　自然语言处理领域部分代表性方法在犌犔犝犈基准数据集上的实验结果

方法 骨干模型 会议／期刊 参数占比／％ ＣｏＬＡ ＳＳＴ２ ＭＲＰＣ ＱＱＰ ＳＴＳＢ ＭＮＬＩ ＱＮＬＩ ＲＴＥ

Ａｄａｐｔｅｒｓ
［５１］ ＢＥＲＴｌａｒｇｅ ＩＣＭＬ ３．６０ ５９．５ ９４．２ ８９．６ ７１．８ ８７．３ ８４．６ ９１．４ ６８．８

Ｄｉｆｆｐｒｕｎｉｎｇ
［５２］ ＢＥＲＴｌａｒｇｅ ＡＣＬ １．００ ６２．８ ９４．２ ９１．４ ８６．６ ８９．９ ８７．０ ９３．３ ７１．１

ＬＳＴ［４９］ Ｔ５ｂａｓｅ ＮｅｕｒｌＰＳ １．７４ ５８．１ ９４．１ ９０．４ ８８．８ ９０．７ ８５．６ ９３．３ ７１．９

ＡＴＴＥＭＰＴ［５０］ Ｔ５ｂａｓｅ ＥＭＮＬＰ ０．０４ ６４．３ ９３．７ ８６．１ ９０．０ ９０．８ ８３．８ ９３．１ ７９．９

Ｃｏｍｐａｃｔｅｒ
［３８］ Ｔ５ｂａｓｅ ＮｅｕｒｌＰＳ ０．０５ ６３．８ ９３．０ ８９．２ ９０．２ ９０．３ ８５．６ ９２．９ ７７．７

ＨｙｐｅｒＦｏｒｍｅｒ
［５３］ Ｔ５ｂａｓｅ ＡＣＬ ０．２９ ６３．７ ９４．０ ８９．７ ９０．３ ９０．０ ８５．７ ９３．０ ７５．４

ＢｉｔＦｉｔ［４６］ ＲｏＢＥＲＴａｂａｓｅ ＡＣＬ ０．０９ ６１．８ ９３．７ ９２．０ ８４．５ ９３．７ ８５．２ ９１．３ ７７．８

ＬｏＲＡ［４４］ ＲｏＢＥＲＴａｂａｓｅ ＩＣＬＲ ０．２４ ６３．４ ９５．１ ８９．７ ９０．８ ９１．５ ８７．５ ９３．３ ８６．６

４　深度视觉模型上的高效迁移方法

计算机视觉近年来在面部识别、智能驾驶、图像

生成、动作分割［９３］等应用领域高速发展．以智能驾

驶为例，车载平台的算力往往十分受限，但智驾系统

中的一些核心算法，如行人、非机动车的轨迹预

测［９４］等，往往需要引入较大较复杂的深度模型以确

保其高性能，因此需要高效迁移算法将道路状况识

别、处理大模型以较低的开销迁移至车辆端．视觉信

息处理在许多可穿戴设备上也是不可或缺的基础能

力，只有高效迁移算法有能力在此类设备所支持的

算力下迁移大型视觉模型．作为深度学习的经典应

用之一，用于处理图像的深度网络始于早期的

ＡｌｅｘＮｅｔ
［９５］（２０１２），随后的数年内研究者通过不断

扩宽、加深深度网络来加强网络的拟合感知能力，代

表性的成果包括 ＶＧＧ
［９６］（２０１４）和 ＧｏｏｇＬｅＮｅｔ

［９７］

（２０１５）等．但若单纯地通过增加参数量、网络层数来

提升网络性能，在网络参数量达到一个阈值后便收

效甚微，如 ＲｅｓＮｅｔ１０１的参数量较 ＲｅｓＮｅｔ５０几乎

翻了一倍，但性能提升却不到１％．

另外，过深过大的网络不仅大大提升了开销、降
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低了训练效率，还导致过拟合、梯度消失等问题．因

此后继的研究者通过设计残差连接等新结构来解决

上述问题，得到的代表性产物之一就包括ＲｅｓＮｅｔ
［８］

（２０１６）及变种ＲｅｓＮｅＸｔ
［９８］（２０１７）、ＲｅｓＮｅＳｔ

［９９］（２０２２）

等．预训练于ＩｍａｇｅＮｅｔ的ＲｅｓＮｅｔ５０、ＲｅｓＮｅｔ１０１等

开箱即用的骨干网络也开启了基于预训练权重的研

究时代，在今天仍扮演着十分重要的角色．随着文献

［４０］提出的Ｔｒａｎｓｆｏｒｍｅｒ结构在自然语言处理领域

大放异彩，研究者很快将其核心：自注意力模块应用

到图像处理领域，设计得到了视觉Ｔｒａｎｓｆｏｒｍｅｒ
［１００］

模型 （Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ，ＶｉＴ）（２０２０）及变种

ＳｗｉｎＴｒａｎｓｆｏｒｍｅｒ
［１０１］（２０２１）等，在计算机视觉领域

取得了前所未有的极佳效果．它们以及更多更新结

构的模型预训练权重也几乎成为了当今所有视觉研

究的基石．

随着模型结构的进化和应用需求的变革，模型

的参数越来越多、训练计算开销越来越大，因此也吸

引了越来越多的研究者就如何平衡模型效果和模型

开销之间的关系展开探索．ＤｅｎｓｅＮｅｔ
［１０２］（２０１７）提出

密集连接的设计让特征能重复利用；ＭｏｂｉｌｅＮｅｔ
［１０３］

（２０１７）、ＭｏｂｉｌｅＮｅｔＶ２
［２７］（２０１８）设计了深度可分离

卷积来减少参数量；ＥｆｆｉｃｉｅｎｔＮｅｔ
［１０４］（２０１９）系统性

地研究了卷积网络的宽度、深度、分辨率和网络表现

之间的关系，提出了一种最优的缩放参数来扩展模

型规模．这些研究主要针对模型本身的设计和改良

以试图训练出更好更高效的模型，在文献［２６］有较

详细的介绍．本文关注的重点是如何更好更快更高

效地调整、迁移预训练模型以服务于指定的目标任

务，这也渐渐成为了深度学习领域的研究热点．

计算机视觉与自然语言处理领域既处处不同又

息息相关．同样作为深度学习的应用领域，在其中实

施模型迁移的基本目标和定义是相同的．虽然原始的

输入模态不同，但自然语言经过分词、图像经过ＲＧＢ

空间的转换后均被参数化为张量，再经过骨干网络

处理后被嵌入到高维空间．因此对于下游的任务处

理模块来说，处理语言抑或图像数据在形式上没有

任何区别．在模型结构上，经典的视觉深度模型由具

有局部感知能力的卷积层（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌ

Ｎｅｔｗｏｒｋｓ，ＣＮＮ）构成，而语言模型由能提取序列前

后关系的递归神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋｓ，

ＲＮＮ）构成．但Ｔｒａｎｓｆｏｒｍｅｒ结构的提出几乎统一了

视觉和语言模型，这也使许多应用于语言处理领域

的迁移学习方法能几乎不加以修改地应用于视觉领

域．总的来说，现有的视觉领域与语言领域差异较

小，有许多共享的高效迁移方法，而视觉领域目前流

行的网络结构更为丰富，因此又催生了一批具有视

觉领域特点的迁移方法．表５汇总了计算机视觉领

域较有代表性的一批方法，其中的黑点代表该方法

所属的高效迁移技术类别．接下来根据表６展开介

绍，在４．１节介绍修改结构的方法；在４．２节介绍更

新参数的方法；在４．３节介绍注入自适应参数的方

法；在４．４节介绍增加自适应模块的方法；在４．５介

绍其他方法并总结计算机视觉领域方法的特点；最

后在４．６节介绍常用的视觉数据集．

表５　计算机视觉领域的部分高效模型迁移方法汇总

方法 概述
修改

结构

更新

参数

修改

输入

注入

参数

增加

模块

部分验证数据集

与指标

参数

占比

ＶＤＰ［１０５］
通过在输入图像上加小像素块实现视觉提示，在无需训练
源模型的情况下实现实时迁移

● ＣＩＦＡＲ１００：８３．２ —

ＤｅＲｙ
［３１］

将异构的预训练模型划分为等价模块，再根据目标任务和
计算开销要求重组为新模型

● ● ＩｍａｇｅＮｅｔ：７８．６ １．５７％

ＦＤＡＥＳ［１０６］
根据目标数据的推理情况设计多个提前退出点来节省推理

开销
● ●

Ｏｆｆｉｃｅ３１：８５．３
ＩｍａｇｅＣＬＥＦ：８８．５

—

ＨｕｂＰａｔｈｗａｙ
［３２］

根据每个数据点的特点从模型池中选择最合适的预训练网

络，并加以训练强化
●

分类任务基准数据集：

８８．２
—

ＺｏｏＴｕｎｉｎｇ
［１０７］

设计了一种通道对齐层和参数聚合网络来自适应地把不同数

据上预训练的源域模型参数聚合为目标任务上的目标模型
● ●

分类任务基准数据集：

８５．２
—

ＶＰＴ［１０８］
在ＶｉＴ的输入编码层和键、值等序列处加入可学习的提示
向量实现迁移

● ●
ＦＧＶＣ：８９．１
ＶＴＡＢ１ｋ：７２．０

４．９０％

ＣｏｎｖＡｄａｐｔｅｒ
［１０９］ 提出一种由卷积网络构成的自适应模块 ●

ＦＧＶＣ：８４．２
ＶＴＡＢ１ｋ：７６．１

５．７０％

ＴｉｎｙＴＬ
［１１０］

提出一种高效的偏置模块，并只调整偏置实现内存高效的
迁移学习，使内存开销大幅度降低

● ● ＣＩＦＡＲ１００：８１．４ —

ＡｄａｐｔＦｏｒｍｅｒ
［１１１］ 在ＶｉＴ上应用自适应模块实现高效自适应 ●

ＣＩＦＡＲ１００：８５．９
ＳＶＨＮ：９６．９

０．３６％

Ｋａｄａｐｔａｔｉｏｎ
［１１２］

首先通过衡量局部内在维度来选择需要自适应的子模块，
然后将模块参数映射到一个子空间并通过计算Ｋｒｏｎｅｃｋｅｒ
积近似模块参数的更新

● ＥＬＥＶＡＴＥＲ：６８．９ ０．０８％
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（续　表）

方法 概述
修改

结构

更新

参数

修改

输入

注入

参数

增加

模块

部分验证数据集

与指标

参数

占比

ＳＰＴ［１１３］
根据任务计算最关键的参数进行更新．对于超出可更新参

数限制的部分使用Ａｄａｐｔｅｒ等现成高效迁移方法进行更新
●

ＦＧＶＣ：９０．１
ＶＴＡＢ１ｋ：７６．４

０．４４％

Ｃｏｎｖｐａｓｓ
［１１４］

提出构建基于卷积层的自适应模块对 ＶｉＴ中序列化的图

像还原后提取局部特征
● ＶＴＡＢ１ｋ：７６．５ ０．３８％

ＶＱＴ［１１５］
基于多头自适应机制对中间特征进行组合和降维，并允许
下游任务头直接使用中间特征进行训练

● ＶＴＡＢ１ｋ：６８．８ ３．５０％

Ｈｅａｄ２Ｔｏｅ［１１６］ 从所有中间变量中选择最优的用于训练下游任务头 ＶＴＡＢ１ｋ：６６．０ １．００％

ＥＸＰＲＥＳ［１１７］
在学习输入层面提示的基础上再学习残差提示实现 ＶｉＴ
的高效自适应

● ＶＴＡＢ１ｋ：７２．９ ＜１．００％

注：验证数据集与指标和表７中信息对应，参数占比指的是高效方法所调参数相较于所有参数的比例．

４１　基于模型结构调整的方法

视觉模型中的卷积层具有局部感受野，能对二

维图像的区域特征进行较好的提取；ＶｉＴ的注意力

模块则提供了较强的全局特征提取能力．现有视觉

模型结构多样、预训练数据也有所不同，其中蕴含了

十分丰富多样的知识．一些方法发现只要合理地选

择或组合合适的预训练模型，即使无需训练也可以

在目标任务上有较好的表现．本文将这类方法总结

为基于模型结构修改的方法．

图４展示了两种较流行的模型结构调整方案．

下方的方案最大的特点在于需要修改模型构成，如

ＤｅＲｙ
［３１］提出一种两阶段的高效知识迁移框架，首

先通过近似解决一个集合覆盖问题将异构预训练模

型划分为许多等价模块，再根据目标任务和计算开

销要求解决一个整数规划问题实现模块重组．为了

让不同尺寸、不同结构的模块能衔接起来，ＤｅＲｙ在

重组时在模块之间增加卷积连接层，也可以认为是

增加了自适应模块．ＤｅＲｙ通过选取需要的模块实

现迁移，而ＦＤＡＥＳ
［１０６］通过移除多余的模块降低迁

移开销．ＦＤＡＥＳ发现在推理时，简单的目标样本和

困难的目标样本实际需要经历的模型层数不同．对

于简单的样本，经历模型前中段即可作出正确判断，

因此可以根据样本动态确定最简单的推理路径以减

小推理开销．虽然模型结构没有直接改变，但对于不

同样本来说实际经历的模型却是不同的，类似的思

想还体现在文献［１１８１２１］等中．ＺｏｏＴｕｎｉｎｇ
［１０７］研

究的是同构但训练于不同数据的模型，并设计了一

种自适应聚合层将不同的源模型参数根据输入数据

的特点进行动态组合，得到目标模型的参数．令不同

预训练模型的参数为θ犳狊
１

，θ犳狊
２

，…，θ犳狊狀，则上述的高效

迁移方法原理可以抽象为：犉（θ犳狊
１

，θ犳狊
２

，…，θ犳狊狀）＝｛θ狏狊１
，

θ狏狊
２

，…，θ狏狊
１

｝，其中θ狏狊
犻
∈θ犳狊

犻
是第犻个预训练模型的一

部分参数．此类方法虽然都对模型结构进行自适应

修改，但具体的实现方法相去甚远，且实际应用起来

相对较困难、表现难以保证．

图４　基于视觉模型结构调整的方法示意图

图４上方的方案提供了一种更高维度的视角

来审视不同的模型，这种方法的核心思想是研究

如何根据目标任务直接选择一种预训练模型或结

构，而无需重新搭建一种新的结构．这类方法不改

变预训练模型的原始结构，使其表现更有保证，且

选择的开销一般小于搭建的开销．这类方法有两

种实现方式，基于迁移能力指标和基于决策网络

的方法．基于网络的方法另外训练一个决策模块

３０５２１１期 李鑫尧等：资源受限的大模型高效迁移学习算法研究综述



针对目标任务和数据选择最佳的预训练模型，如

ＨｕｂＰａｔｈｗａｙ
［３２］基于强化学习的思想设计了一个

动态路径网络，在数据点尺度上动态选择表现最优

的预训练模型进行推理，该方法包括了对预训练模

型的进一步调优．不同于该方法在数据点尺度的决

策，更多方法研究的是任务尺度的模型迁移能力评

估指标．表６总结了不同的模型迁移性评估指标，涵

盖了基于极大似然、极大证据等理论的主流方法．这

些指标能基于少量目标域标签数据对海量预训练

模型进行筛选，可以看作是进行模型迁移前的准

备工作，选择一个表现最好的预训练模型能让迁

移任务事半功倍．这两种方法各有优劣：基于迁移

能力指标的方法通常计算效率更高，适用于快速筛

选大量预训练模型；而基于决策网络的方法虽然可

能需要更多计算资源，但能够提供更精细和动态的

选择策略．

表６　常用的模型迁移性评估指标

方法 方法简介与计算表达式

ＮＣＥ［１２２］

定义标签序列犢 和犣之间的条件熵为犎（犢｜犣）＝－∑
狔∈犢
∑
狕∈犣

犘^（狔，狕）ｌｏｇ
犘^（狔，狕）

犘^（狕）
，其中犘^（狔，狕）＝

１

狀
｜犻：狔犻＝狔ａｎｄ狕犻＝狕｜是犢

和犣的联合分布，^犘（狕）＝∑
狔∈犢

犘^（狔，狕）是犣的边缘分布．任务犢 到犣 的迁移性和犎（犢｜犣）呈负相关，因此可以用负条件熵

（ＮＣＥ）衡量模型在任务上的迁移性．

ＬＥＥＰ［１２３］

模型θ在目标任务犇 上的迁移性表示为犜（θ，犇）＝
１

狀∑
狀

犻＝１

狉ｌｏｇ ∑
狕∈犣

犘^（狔犻｜狕）θ（狓犻）（ ）狕 ，其中犘^（狔，狕）的表达式和ＮＣＥ相同，犣

是直接用源模型θ在目标任务上推理得到的无意义仿标签（ｄｕｍｍｙｌａｂｅｌ），犢 是目标任务的标签．犜（θ，犇）是一个负数，其值

越大代表模型θ在任务犇 上迁移性越好．另外，ＬＥＥＰ与ＮＣＥ还有关系犜（θ，犇）犖犆犈（犢｜犣）＋
１

狀∑
狀

犻＝１

狉ｌｏｇθ（狓犻）狕

ＬｏｇＭＥ
［１２４］

为了改进ＮＣＥ和ＬＥＥＰ只能评估分类任务模型的缺陷，提出极大证据对数（ＬｏｇａｒｉｔｈｍｏｆＭａｘｉｍｕｍＥｖｉｄｅｎｃｅ，ＬｏｇＭＥ）．ＬｏｇＭＥ

十分高效，能实现３０００倍的提速且只需要１％内存．其计算流程如下：对目标数据集的每个类别犽迭代计算α←
γ

犿Ｔ犿
，β←

狀－γ

｜犉犿－狔｜
２
２

，其中犿＝β（犞（∧
－１（犞Ｔ（犉Ｔ狔）））），犃＝α犐＋β犉

Ｔ犉．犉是特征构成的矩阵，对犉进行奇异值分解得到犞，∧：犉Ｔ犉＝

犞ｄｉａｇ｛σ｝∧－１．最后根据计算出的α，β计算本类别犽下的!

"＝
１

狀
!

（α，β）＝
１

狀

狀

２
ｌｏｇβ＋

犇

２
ｌｏｇα－

狀

２
ｌｏｇ２π－β

２
｜犉犿－狔｜

２
２（ －

α
２
犿Ｔ犿－

１

２
ｌｏｇ ）犃 ，最后对所有类别取平均得到ＬｏｇＭＥ＝

１

犓∑
犓

犽＝１

犮犔犽．ＬｏｇＭＥ越大则迁移性越好．

ＢＴｕｎｉｎｇ
［１２５］

每个预训练模型会产生一个后验分布狆（狔′犽｜犳犽，犉犽，狔）～#

（犳
Ｔ
犽犿犽，犳

Ｔ
犽犃

－１
犽 犳犽＋β

－１
犽 ），ＢＴｕｎｉｎｇ提出基于每个模型的ＬｏｇＭＥ

值｛!
"

｝犓犽＝１对它们的结果进行加权求和：珔狔′＝∑
犓

犽＝１

π犽狔′犽，其中π犽 ＝
ｅｘｐ（!犺／狋）

∑
犓

犼＝１

ｅｘｐ（!犼／狋）

．

ＧＢＣ［１２６］

首先基于高斯分布对每个类别犮在源域空间里的分布进行建模：μ犮＝
１

犖犮
Σ犻［狔犻＝犮］犳狊（狓犻），Σ犮＝

１

犖犮－１
Σ犻［狔犻＝犮］（犳狊（狓犻）－μ犮）

（犳狊（狓犻）－μ犮）
Ｔ，其中 犖犮＝Σ犻［狔犻＝犮］代表类别犮的样本数．然后计算巴氏距离（Ｂｈａｔｔａｃｈａｒｙｙａｄｉｓｔａｎｃｅ）犇犅（犮犻，犮犼）＝

１

８
（μ犮犻－μ犮犼

）ＴΣ－１（μ犮犻－μ犮犼
）＋

１

２
ｌｎ

Σ

Σ犮
犻
Σ犮槡（ ）
犼

，其中Σ＝
１

２
（Σ犮

犻
＋Σ犮

犼
）．巴氏参数可以确定为犅犆（·，·）＝

ｅｘｐ－犇犅（·，·）．最后，相似度指标表达式为犌犅犆狊→狋＝－∑
犻，犼

［犻≠犼］犅犆（犮犻，犮犼）．ＧＢＣ越大，迁移性越低．

ＯＴＣＥ［１２７］

ＯＴＣＥ解决的是跨领域跨任务表征的迁移性问题．定义领域偏差犠犇＝∑
犿，狀

犻，犼＝１

｜θ（狓犻狊）－θ（狓
犼
狋）｜

２

２π

犻犼
，其中犿，狀分别为源域、目标域

的样本数量，π是最优传输问题中的最优解耦合矩阵．基于条件熵
［１２２］定义任务偏差犠犜＝∑

狔狋∈犢狋
∑
狔狊∈犢狊

犘^（狔狊，狔狋）ｌｏｇ
犘^（狔狊，狔狋）

犘^（狔狊）
．

最后得到ＯＴＣＥ指标犗犜犆犈＝λ１犠^犇＋λ２犠^犜＋犫，其中λ１，λ２是超参数，犫是偏置项．

４２　基于参数微调的方法

作为最简单也最有效的知识迁移手段，微调仍

然是工业界中迁移模型的主要技术．一些工作着手

于改进微调，在保证其效果的同时大幅减少需要调整

的参数量，可以表示为犉（θ犳狊）＝｛θΔ＋ηθ′Δ，θ犳狊＼θΔ｝，

其中θΔ是需要更新的部分参数，η代表学习率．文献

［３２，１０６１０７］中的主要迁移手段是对模型结构的选

择和对模型参数的聚合，但仍将参数微调作为提升

效果的辅助手段．ＴｉｎｙＴＬ
［１１０］指出现有的大多数高

效迁移方法旨在降低需要训练的参数量，但这些方

法大多仍需要在训练时计算整个模型的梯度，因此

很难降低内存开销．该方法发现内存开销主要与激

活层而不是参数量有关，因此提出了一种新颖的偏

置层模块，允许在冻结大多数参数（权重矩阵）的情

况下只通过微调偏置项实现迁移．ＳＰＴ
［１１３］首先通过

观察微调时的目标函数损失情况获得参数敏感性，
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再根据一个给定的可调试参数预算τ找到前τ最

敏感的参数；然后对敏感参数集合中较密集的参数

矩阵应用现有的结构化微调方法，如 ＬｏＲＡ
［４４］或

Ａｄａｐｔｅｒ
［５１］等，并对其余参数采用非结构化微调的

方式进行更新．ＳＰＴ提出的方法同时采用了结构化

和非结构化的微调方式，并观察到结构化微调方式

对分布差异较大的目标任务更有效．

可以发现，虽然已经出现了许多无需调整参数

的高效迁移方法，但对模型的原始预训练参数进行

微调仍属于迁移学习中效果最好的方法之一，是迁

移学习中不可或缺的组成部分．随着预训练模型规

模的不断扩大，传统的全参数微调方法面临着计算

资源消耗大、易过拟合等挑战，因此最新的微调技术

致力于寻找“性价比”最高的参数进行小规模的调

整．如表５所示，它们能在保持参数敏捷性的同时取

得较其他方法相对更好的性能．

４３　基于自适应参数注入的方法

由于ＶｉＴ在结构和原理上都与原始的Ｔｒａｎｓ

ｆｏｒｍｅｒ极为类似，许多用于Ｔｒａｎｓｆｏｒｍｅｒ的参数注

入迁移方法也可以应用在ＶｉＴ上．如ＶＰＴ
［１０８］提出

了视觉提示的方法，与自然语言处理中的Ｐｒｏｍｐｔ

Ｔｕｎｉｎｇ
［４３］类似，该方法在图片被序列化后形成的编

码序列和自注意力模块的编码序列中注入可学习的

自适应参数，可以参考图３和表２．ＥＸＰＲＥＳ
［１１７］进

一步改进上述的视觉提示框架，除了在图片的输入

编码层增加了提示向量，还在这些提示向量在ＶｉＴ

模块中传播时增加残差提示向量：^犙＝犙＋Δ犙，其中

犙是原始的中间参数（未增加残差提示时），Δ犙是增

加的残差提示，^犙 是进行残差计算后送入下一层的

参数．Ｋａｄａｐｔａｔｉｏｎ
［１１２］提出在ＶｉＴ上通过低秩矩阵

分解的方式近似预训练模型的更新，与自然语言处

理中的Ｃｏｍｐａｃｔｅｒ
［３８］方法类似．ＶＱＴ

［１１５］与视觉提

示ＶＰＴ
［１０８］类似，但不同点在于其只在注意力模块

中的查询（ｑｕｅｒｙ）向量中注入自适应参数，而视觉提

示在查询、键、值中都注入了参数；另外 ＶＱＴ将参

数注入后多出来的向量作为总结中间向量加以利

用，而ＶＰＴ未使用这些向量．

４４　基于自适应模块的方法

类似于自适应参数注入，许多方法也受自然语

言处理中的Ａｄａｐｔｅｒ
［５１］启发提出了用于视觉模型和

任务的自适应模块．ＡｄａｐｔＦｏｒｍｅｒ
［１１１］就通过在ＶｉＴ

上增加Ａｄａｐｔｅｒ模块实现了高效迁移，其模块也由

一个降采样、升采样全连接层和非线性激活层构成，

如式（４）所描述．ＣｏｎｖＡｄａｐｔｅｒ
［１０９］进一步在构建

Ａｄａｐｔｅｒ时考虑视觉任务的特点，如卷积层能更好

捕捉二维图像中的局部特征，从而将式（４）中的升采

样和降采样全连接层替换为升采样和降采样卷积

层，同时仍然保持输入输出变量的形状一致，且可以

适用于 ＶｉＴ和基于卷积层的ＲｅｓＮｅｔ等模型．但添

加的卷积层较全连接层复杂度上升，导致该方法需

要调整的参数量略高于其他方法．Ｃｏｎｖｐａｓｓ
［１１４］提

出用于ＶｉＴ的卷积自适应模块，将序列化的图形编

码在自适应模块中逆序列化还原回二维分布，后利

用卷积提取并保留图像中的空间相关信息．前文所

述的ＤｅＲｙ
［３１］虽然也设计有额外的连接模块，但其

主要作用是统一异构模块之间的输入输出维度而不

是进行知识迁移．

４５　其他方法

Ｈｅａｄ２Ｔｏｅ
［１１６］提出了一种特殊的自适应方法，

针对保留骨干网络、重新训练任务头的传统迁移方

法，Ｈｅａｄ２Ｔｏｅ提出从预训练骨干网络的所有中间

层、中间变量中获取特征表示用于训练任务头，而不

是仅采用传统方法中骨干网络最后一层的输出作为

特征．其基于Ｇｒｏｕｐｌａｓｓｏ
［１２８］选择中间特征，因此也

无需额外训练．ＶＤＰ
［１０５］采用的也是视觉提示的方

式，但不同于 ＶＰＴ
［１０８］，ＶＤＰ的提示信息是直接叠

加在原始输入图像上的小像素块，以类似于对抗攻

击的方式难以察觉地修改原始输入．这种方法不受

限于ＶｉＴ的序列化结构，因而其思想能广泛地应用

于各种模型上．如文献［１２９］就通过在输入图像上叠

加像素框作为视觉提示信息以实现大模型的自适应

和泛化．

总的来说，虽然计算机视觉和自然语言处理的

任务差异巨大，在高效迁移领域它们的方法却是

十分相似的，特别是在基于参数注入和自适应模块

两类方法上．事实上，许多基于 ＶｉＴ的高效迁移方

法是借鉴于自然语言处理领域而来，如文献［１１２］

的实验环节中便将原本提出用于自然语言处理任务

的ＢｉｔＦｉｔ
［４６］、Ａｄａｐｔｅｒｓ

［５１］、ＬｏＲＡ
［４４］、Ｃｏｍｐａｃｔｅｒ

［３８］、

ＡｄａｐｔｅｒＤｒｏｐ
［１３０］方法实现在计算机视觉任务上作为

基线方法．这两类任务的相似性源于模型的相似性，

自然语言处理领域的 Ｔｒａｎｓｆｏｒｍｅｒ天然地可以处

理序列化的语言数据，而视觉领域的ＶｉＴ将图像划

分为小块后重排为序列，便可以进行类似的处理．二

者的最大不同在于序列的自身含义．自然语言的语

句前后天然地有语义上的联系，而图像的序列化中

更多包含的是原始图片的不同位置信息．因此，研究

者在考虑高效知识迁移问题时或许可以暂时抛开

５０５２１１期 李鑫尧等：资源受限的大模型高效迁移学习算法研究综述



具体任务的约束，在更高维度思考高效迁移问题，并

积极了解借鉴其他应用场景的方法，或许可以取得

更多收获．

４６　常用数据集与实验结果

表７总结了计算机视觉自适应领域常用的数

据集，主要用于分类任务、目标检测任务和语义分隔

任务．其中较新、使用较多的当属对标 ＧＬＵＥ的

ＶＴＡＢ１ｋ
［１３１］（ＶｉｓｕａｌＴａｓｋＡｄａｐｔａｔｉｏｎＢｅｎｃｈｍａｒｋ）．

ＶＴＡＢ数据集包含１９个子数据集，覆盖了：（１）自然

类别，包含用标准摄像机拍摄的自然物品、细分物

种和抽象概念等，包括Ｃａｌｔｅｃｈ１０１
［１３２］、ＣＩＦＡＲ１００

［１３３］、

ＤＴＤ
［１３４］、Ｆｌｏｗｅｒｓ１０２

［１３５］、Ｐｅｔｓ
［１３６］、Ｓｕｎ３９７

［１３７］和

ＳＶＨＮ
［１３８］；（２）专用领域图像，包含用专用设备

拍摄的图片，如医学图像、遥感图像等，其中医学

图像数据集包括 ＰａｔｃｈＣａｍｅｌｙｏｎ
［１３９］和 Ｄｉａｂｅｔｉｃ

Ｒｅｔｉｎｏｐａｔｈｙ
［１４０］，遥感图像数据集包括Ｒｅｓｉｓｃ４５

［１４１］

和ＥｕｒｏＳＡＴ
［１４２］；（３）结构化的目标理解任务，包含

估计立体环境中的距离、计数、定位等任务，包括

Ｃｌｅｖｒ
［１４３］、ｄＳｐｒｉｔｅｓ

［１４４］、ＳｍａｌｌＮＯＲＢ
［１４５］、ＤＭＬａｂ

［１４６］、

ＫＩＴＴＩ
［１４７］．

表７　计算机视觉领域常用数据集

数据集 描述 指标

Ｏｆｆｉｃｅ３１［１４８］ 跨领域图像分类数据集，包含３种领域，每种领域包含３１个来自办公场景下的类别，共４６５２个样本 准确率

分类任务基准

数据集［１０７］

包含３类基准：一般分类任务，包括ＣＩＦＡＲ１００［１３３］等；细粒度分类任务，包括ＦＧＶＣａｉｒｃｒａｆｔ［１４９］

等；专用分类任务，包括ＥｕｒｏＳＡＴ［１４２］等．共７个数据集
准确率平均值

ＩｍａｇｅＣＬＥＦ
［１５０］ 跨领域图像分类数据集，包含３种领域，每种领域包含１２个类别 准确率

ＦＧＶＣ
由５个数据集（ＣＵＢ２００２０１１［１５１］、ＮＡＢｉｒｄｓ［１５２］、ＯｘｆｏｒｄＦｌｏｗｅｒｓ［１３５］、ＳｔａｎｆｏｒｄＤｏｇｓ

［１５３］、Ｓｔａｎｆｏｒｄ

Ｃａｒｓ［１５４］）组成的细粒度图像分类基准数据集
准确率平均值

ＶＴＡＢ１ｋ［１３１］ 包含１９个图像分类数据集，分为３大类：自然界图片，专门领域图片（医学等），结构理解图片 准确率平均值

ＳＶＨＮ［１３８］ 图像中的数字目标检测任务，包含６０万张街道门牌号图像 准确率

ＥＬＥＶＡＴＥＲ［１５５］ 包含２０个图像分类数据集 准确率

ＩｍａｇｅＮｅｔ１ｋ
［７］ 经典图像分类数据集，包含１０００个类别和一百多万张图片 准确率

ＰＡＳＣＡＬ５犻［１５６１５７］ 小样本语义分隔数据集，有２０个目标类，被分为４个子集：｛５犻，犻∈｛０，１，２，３｝｝ 子集上的精度

Ｃｉｔｙｓｃａｐｅｓ
［１５８］

语义分割经典数据集，包含共２５０００张来自５０个不同城市的街景数据，其中５０００张有像素级别的
标注，２００００张有粗粒度标注

犐狅犝

ＭｉｃｒｏｓｏｆｔＣＯＣＯ［１５９］
大型图像数据集，综合包含目标检测、语义分割、关键点识别等任务．其中包含超３３万张图像，其中
有超过１５０万个实例，超过８０个目标类别等．该数据集是推动计算机视觉领域发展的重要数据集

准确率、犃犘、

犐狅犝等

具体到细分分类任务，ＦＧＶＣ数据集提供了５个

子细分数据集，包含５５至２００个类别以及每个子数

据集中的数千张训练、测试样本．ＩｍａｇｅＮｅｔ１ｋ
［７］是经

典图像分类数据集ＩｍａｇｅＮｅｔ的子集，包含了其中精

心挑选的１０００类．作为开启计算机视觉领域深度学

习时代的第一个超大图像数据集，ＩｍａｇｅＮｅｔ时至今

日仍是衡量模型结构、深度学习方法性能的必选

方案．ＳＶＨＮ
［１３８］包含超过６０００００张来自于谷歌街景

中的房屋号码，对图像预处理和格式要求较低．

Ｏｆｆｉｃｅ３１
［１４８］是领域自适应经典数据集，包含３个不同

领域．方法需要在其中任意两个领域间进行知识迁

移，共６组迁移任务，且不能使用目标域标签（对应于

第２节中定义的直推式迁移学习）．

为了更直观展示比较不同方法的性能，本文收集

了计算机视觉领域代表性方法在应用最广泛的视觉

基准数据集ＶＴＡＢ１ｋ上的实验结果．表８展示了不

同方法在ＶＴＡＢ１ｋ的三类任务：自然类别（Ｎａｔｕｒａｌ）、

专用领域（Ｓｐｅｃｉａｌｉｚｅｄ）和结构化（Ｓｔｒｕｃｔｕｒｅｄ）上的平

均实验结果．骨干网络中的ＶｉＴＢ／１６在ＩｍａｇｅＮｅｔ

２１ｋ上预训练得到，ＶｉＴＢ／１６（１ｋ）在ＩｍａｇｅＮｅｔ１ｋ

上预训练得到．在所有比较的方法中，基于自适应模

块（Ａｄａｐｔｅｒ）的方法表现出较高的平均性能，但也

相应地需要调整更多参数．在实际应用时，需要根

据具体需求权衡性能和参数高效性．

表８　计算机视觉领域部分代表性方法在犞犜犃犅１犽基准数据集上的实验结果

方法 会议／期刊 骨干模型 参数占比／％ Ｎａｔｕｒａｌ Ｓｐｅｃｉａｌｉｚｅｄ Ｓｔｒｕｃｔｕｒｅｄ

ＶＰＴ［１０８］ ＥＣＣＶ ＶｉＴＢ／１６ ４．９ ７８．５ ８２．４ ５５．０

ＣｏｎｖＡｄａｐｔｅｒ
［１０９］ ＣＶＰＲＷ Ｓｗｉｎｂａｓｅ ５．７ ８０．０ ８５．８ ６２．６

ＳＰＴ［１１３］ ＩＣＣＶ ＶｉＴＢ／１６ ０．４ ８２．０ ８５．８ ６１．４

ＡｄａｐｔｅｒＦｏｒｍｅｒ
［１１１］ ＮｅｕｒＩＰＳ ＶｉＴＢ／１６ ０．４ ８０．６ ８５．４ ５８．５

Ｃｏｎｖｐａｓｓ
［１１４］ Ａｒｘｉｖ ＶｉＴＢ／１６ ０．４ ８１．６ ８５．３ ６２．７

ＶＱＴ［１１５］ ＣＶＰＲ ＶｉＴＢ／１６（１ｋ） ３．５ ７２．７ ８４．５ ４９．３

Ｈｅａｄ２Ｔｏｅ［１１６］ ＩＣＭＬ ＶｉＴＢ／１６（１ｋ） １．０ ６８．９ ８２．９ ４６．３

ＥＸＰＲＥＳ［１１７］ ＣＶＰＲ ＶｉＴＢ／１６ ＜１．０ ７９．７ ８４．０ ５５．０
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５　跨模态模型上的高效迁移方法

上文所述的计算机视觉和自然语言处理在过去

数十年间的发展一直是相对独立的．然而近年来，随

着算力资源的日渐丰富以及高质量多模态数据集的

不断完善，研究者们开始设计多模态大模型，且已经

在多种应用中取得了十分亮眼的成果，如基于语言

描述生成对应图片的ＤＡＬＬＥ
［１６０］，甚至是能根据文

字生成高质量视频片段的Ｓｏｒａ
［１６１］．这些模型无一

不需要高额算力支撑，而高效迁移学习能以较低的

代价将这些性能优越的大模型迁移到具体的应用目

标上，如专用领域的图像生成等．本文研究的多模态

大模型为视觉语义模型（ＶｉｓｉｏｎＬａｎｇｕａｇｅＭｏｄｅｌｓ，

ＶＬＭ），它可以同时处理图像模态和文字模态的输

入，并将它们映射为同一个高维空间里的特征向量

后根据跨模态特征的相似度进行分类等任务．

图５左以ＣＬＩＰ
［１６２］为例展示了ＶＬＭ的一般训练

流程．ＣＬＩＰ由一个图像编码器和文本编码器构成，图

像编码器一般由常见的视觉深度模型（ＲｅｓＮｅｔ、ＶｉＴ

等）构成，以训练数据中的图片为输入，将其编码为

高维特征向量；文本编码器由Ｔｒａｎｓｆｏｒｍｅｒ构成，以

训练数据中某张图片的文字描述为输入，如“一张火

车的图片”，并将其编码为特征向量．随后采用对比学

习范式提升成对的图片文字描述特征之间的相似

度，并压低不成对的特征之间的相似度，如式（５）～

（７）所示：
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其中狕犐犻，狕
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犻
分别是图像、文字特征，犅是一个训练批

次的大小，τ是温度参数．
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图５　多模态模型训练、推理原理及其常见的高效迁移方式

图５右展示了应用训练好的ＣＬＩＰ完成零样本

图像分类的方法．将待分类的图片经过图像编码器

获得图像特征狕犐，将所有可能类别对应的朴素提示

描述（如“一张［类别］的图片”，假设有犆个类别）经

过文本编码器得到犆条文字特征｛狕犜犮｝
犆
犮＝１．通过对比

图像特征和犆条文字特征的相似度，取相似度最高

的一类为分类结果，如式（８）～（９）所示：

狆犮＝
ｅｘｐ（狕

犐·狕犜犮／τ）

∑
犆

犮＝１
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犮
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其中狆犮通过相似度归一化后计算得到的图像属于

类别犮的概率．

此类ＶＬＭ往往在巨量多模态数据上经历了十

分充分的预训练，如ＣＬＩＰ
［１６２］在４亿对文字图像数

据上训练而成，ＡＬＩＧＮ
［１６３］则使用了超过１０亿对多模

态数据．这些数据几乎涵盖了对常见场景、物体的描

述，使这些大型预训练ＶＬＭ获得十分强大的零样本

推理能力，也就是说无需任何调试的情况下，ＶＬＭ就

能基于图５的方式完成高精度的分类任务，如ＣＬＩＰ

在ＩｍａｇｅＮｅｔ上取得了６２．５％的零样本精确度．这也

使预训练ＶＬＭ成为实施高效迁移学习的绝佳工具，

只需极少的目标样本（如小样本迁移学习中常用的每

类１、２、４、８、１６个样本）和极低的调试开销，就能让

ＶＬＭ本就先进的零样本推理能力更上一层楼．但如

此巨量的数据使这些模型十分难以训练、调试，在数

据不足的情况下进行的调试甚至会损伤模型原有能

力．因此高效迁移是将ＶＬＭ以极低的训练、数据开

销泛化至其他领域的必需策略，也吸引了许多学者开

展探索．
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图５右侧虚线框给出了部分用于ＶＬＭ的高效

迁移方法．ＶＬＭ同时具有语义和图像分支，因此前

文所述的用于自然语言处理和计算机视觉的诸多方

法都可用于其中，例如对经过编码的图像序列注入

自适应参数．一种在 ＶＬＭ 上特有的方法是直接对

用于推理的朴素提示进行提示学习，如图５右上，不

仅可以将提示修改“一张［类别］的图片”，还可以把

［类别］扩充为更具体的类别描述．表９总结了多模

态领域有代表性的高效迁移方法，其中的黑点代表

该方法所属的高效迁移技术类别；接下来基于该表

在５．１节介绍修改输入（提示）的方法；在５．２节介

绍注入参数的方法；在５．３节介绍增加自适应模块

的方法；在５．４节介绍其他方法和一些多模态领域

的综述文献；在５．５节介绍多模态领域的数据集．

表９　多模态模型领域的部分高效模型迁移方法汇总

方法 概述
修改

结构

更新

参数

修改

输入

注入

参数

增加

模块
部分验证数据集与指标

所调

参数

ＣｏＯｐ
［３４］

基于提示学习实现ＶＬＭ上的迁移学习，在语义
分支引入可学习的上下文向量对提示进行微调

● ● 图像分类基准数据集：８２．７ ０．０２Ｍ

ＣｏＣｏＯｐ
［３５］

改进ＣｏＯｐ的提示方法，为每个样本生成不同的
提示信息

● ● ● 图像分类基准数据集：８０．５ —

ＤｅＦｏ［１６４］
为了克服ＶＬＭ的概念敏感性和表达敏感性，

提出学习完整的提示并增加额外线性层
● ● ● 图像分类基准数据集：７９．９ —

ＣＬＩＰＡｄａｐｔｅｒ
［１６５］

在语义和视觉分支增加自适应模块和残差连

接以修改ＶＬＭ的中间变量
● 图像分类基准数据集：７４．６ ０．５２Ｍ

ＴｉｐＡｄａｐｔｅｒ
［１６６］

基于缓存模型提出一种完全无需训练的ＶＬＭ
高效迁移方法

● 图像分类基准数据集：７０．０ ０％

ＳｕＳＸ［１６７］
基于 ＴｉｐＡｄａｐｔｅｒ进行改进，提出在多模态空
间计算输入图像和标签的相似度

● 图像分类基准数据集：７１．５ ０％

ＡＰＥ［１６８］
对基于缓存模型的方法进行改进，筛选出最有
价值的特征通道进行相似度计算

● 图像分类基准数据集：７３．４ ０％

ＶＬＡｄａｐｔｅｒ
［１６９］

提出在ＶＬＭ中增加自适应模块实现高效迁移

的框架
●

文字图像基准数据集：７６．７
文字视频基准数据集：８７．４

４．１８％

ＩＰＡｄａｐｔｅｒ
［１７０］

提出用于文字图像生成预训练扩散模型的图

像提示自适应模块
● ＣＯＣＯ２０１７：０．８３ ２．５０％

ＶＬＮＰＥＴＬ［１７１］
首次提出用于视觉语义导航任务的高效迁移

框架
● ● 视觉语义导航基准数据集：３１．８ ２．８２％

ＬＬａＭＡＡｄａｐｔｅｒ

Ｖ２［１７２］
针对多模态指令遵循模型（ｉｎｓｔｒｕｃｔｉｏｎｆｏｌｌｏｗｉｎｇ
ｍｏｄｅｌ）提出参数高效的模型框架

● ● ＣＯＣＯｃａｐｔｉｏｎ：１２２．２ ０．５０％

ＶＬＰＥＴ［１７３］
提出一种粒度控制机制来防止模块化高效方

法带来的编码器、解码器之间的能力偏差
● ●

文字图像基准数据集：７９．２
文字视频基准数据集：８８．６

４．１６％

ＴｉｎｙＣＬＩＰ
［２９］ 提出一种应用于ＶＬＭ的高效模型蒸馏方法 ● ＩｍａｇｅＮｅｔ：６２．７ ５０％

ＤＡＰｒｏｍｐｔ
［１７４］

提出将ＶＬＭ用于领域自适应任务，通过设计可学
习的领域相关、领域无关提示向量实现模型迁移

● ● 领域自适应基准数据集：８０．７ —

ＵｎｉＭｏＳ［１７５］
基于模态分布偏差理论将ＶＬＭ的多模态特征解

构为视觉、语义特征分别处理，最后进行跨模态
融合

● 领域自适应基准数据集：８３．０ ２％

ＤＡＭＰ［１７６］
通过视觉和文本表征之间的关系学习领域无

关的多模态提示，并使用语义一致性和对比学
习来优化提示

● ● 领域自适应基准数据集：８３．３ １１．９０％

ＰＡＤＣＬＩＰ［１７７］
通过控制学习率防止微调 ＶＬＭ 时的遗忘问

题，应用于领域自适应任务
● 领域自适应基准数据集：８２．６ —

ＭａＰＬｅ［１７８］
同时在ＶＬＭ的视觉、语义分支上注入可学习
参数进行提示学习

● 图像分类基准数据集：８２．３ ２．８５％

注：验证基准数据集与指标和表１０中信息对应，参数指的是高效方法所调参数的具体值（以 Ｍ 为单位）或相较于模型所有参数的比例（以％

表示）．

５１　基于提示微调的方法

ＶＬＭ最具特色也最灵活的部分当属其文字提

示．ＣＬＩＰ中提供的朴素提示仅仅是十分简洁的“一

张［类别］的图片”，但其预训练数据却包含许多更为

丰富的描述，因此它实际上具备更强大的语言感知

能力．例如方法ＣｏＯｐ
［３４］中就指出，对于Ｆｌｏｗｅｒｓ１０２

数据集［１３５］，将朴素提示修改为“一张［类别］，一种

花的图片”就可以将分类准确率从６０．８６％提升至

６６．１４％．然而实际应用中，对每个目标任务、数据集

都尝试人工设计不同的提示是不现实的，因此许多

方法通过在文字提示上注入可学习参数实现自动的

提示微调．

ＣｏＯｐ
［３４］提出仅保留朴素提示中的［类别］部

分，而对朴素提示的其余部分都进行微调更新，即
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“［犞１］［犞２］…［犞犽］［类别］［犞犽＋１］…［犞犖］”，其中

［犞犻］均为可学习的参数，犖 为提示句子的长度，是

可以调整的超参数．方法ＣｏＯｐ对每个类别都学到

一条这样的朴素提示，再根据式（８）～（９）进行推理．

ＣｏＣｏＯｐ
［３５］发现ＣｏＯｐ学习的提示信息会过拟合训

练集，从而在未见过的类别上泛化性能不佳，因此提出

将每个类别学习一条提示的方法改进为针对每个样本

学习不一样的提示，即“［狏１（狓）］［狏２（狓）］…［狏犽（狓）］

［类别］［狏犽＋１（狓）］…［狏犖（狓）］”，其中狏犻（狓）代表一个

轻量的生成网络，根据输入狓为每个位置生成不同

的提示．ＤｅＦｏ
［１６４］发现朴素提示中固定的［类别］也

是有局限性的，如“火车”还有“列车、动车”等近义

词，而选取一个固定的类别词往往不能在目标任务

上有最好的表现．因此ＤｅＦｏ提出学习与类别完全

无关的提示：“［犞１］［犞２］…［犞犖］”，再增加一层线性

探测（ｌｉｎｅａｒｐｒｏｂｉｎｇ）层进行分类．ＤＡＰｒｏｍｐｔ
［１７４］将

ＶＬＭ用于领域自适应任务
［１０６］．由于源域和目标域

的风格不同，ＤＡＰｒｏｍｐｔ设计了一种包含领域信息

的提示：“［犞１］［犞２］…［犞犕１］＋［犇１］［犇２］…［犇犕２］＋

［类别］”，其中 ［犞犻］是领域无关的提示，［犇犻］是领

域相关的提示，如“一张猫的漫画风格图片”，其中

“一张图片”是与领域无关，可以应用于任何样本的

提示，“猫”是具体的类别名称，“漫画风格”则是领

域相关的信息，刻画了该领域的特点．ＤＡＭＰ
［１７６］将

学习提示的范围从文本扩大到视觉模态，通过视

觉和文本表征之间的相互促进学习领域不变的提

示信息，从而将丰富的预训练知识和源域知识迁

移到目标域．由于引入了跨模态的信息，ＤＡＭＰ比

ＤＡＰｒｏｍｐｔ获得了２．６％的性能提升，凸显了ＶＬＭ

应用中跨模态提示的重要性．

这类基于提示微调的方式无需对ＶＬＭ中的预

训练参数有任何修改，只需根据梯度更新加在提示

上的可学习向量，因此具有十分优越的参数高效性，

但其梯度前后传播的过程仍会产生不小的内存、算

力和时间开销．基于第２节中的定义，可以将此类方

法总结为犉（θ犳狊）＝｛θ犳狊，θ犘｝，其中θ犘是学到的提示

参数．这类方法虽然实现时与自然语言处理中对句

子编码的提示学习类似，但不同在于其可解释性更

强、修改的位置和方法更贴近自然语言，如ＣｏＯｐ
［３４］

就将不同数据集上学到的提示参数翻译回英文进行

分析，而这在表２中介绍的方法上是难以实现的．

５２　基于自适应参数注入的方法

现有主流ＶＬＭ多是由Ｔｒａｎｓｆｏｒｍｅｒ和ＶｉＴ构

成，因此前文介绍的自适应参数注入思想也十分适

用．５．１节介绍的提示微调方法实现时也需要向文字

编码向量中增加可学习向量，如图５所示，因此也具

备参数注入的特点．除此之外也有许多方法直接向模

块之间的中间变量进行参数注入，接下来进行介绍．

ＶＬＮＰＥＴＬ
［１７１］首次提出了一种用于语言视觉

导航（ＶｉｓｉｏｎａｎｄＬａｎｇｕａｇｅＮａｖｉｇａｔｉｏｎ，ＶＬＮ）任务的

高效迁移方法．该方法指出如ＢｉｔＦｉｔ
［４６］和Ｐｒｏｍｐｔ

Ｔｕｎｉｎｇ
［４３］的高效迁移方法在 ＶＬＮ任务上表现并

不好，因此采用了ＬｏＲＡ
［４４］和Ａｄａｐｔｅｒ

［５１］作为其实

现高效迁移的基石方法，分别对应参数注入和自适

应模块法，并基于不同的实现方式构造了语义编码

Ａｄａｐｔｅｒ，历史信息交互增强 Ａｄａｐｔｅｒ，跨模态交互

Ａｄａｐｔｅｒ等变种．ＬＬａＭＡＡｄａｐｔｅｒＶ２
［１７２］提出了一

种参数高效的视觉指令模型，其技术细节主要包括：

（１）微调偏置层，在仅引入０．０４％参数量的情况下

提升模型表现；（２）不相交参数联合训练，使用不同数

据训练不同部分的参数；（３）视觉知识早期融合，将视

觉编码和自适应提示注入到不同的Ｔｒａｎｓｆｏｒｍｅｒ层；

（４）专家集成，利用标题、搜索引擎和 ＯＣＲ等专家

系统来增强模型的视觉指令遵循能力．ＶＬＰＥＴ
［１７３］

认为许多基于Ａｄａｐｔｅｒ的高效迁移方法忽视了编码

器和解码器中功能不同的问题，因此提出控制迁移

时参数更新的粒度：θ犳狊＝犌⊙（θ犳狊＋θΔ），其中θΔ是

Ａｄａｐｔｅｒ更新的参数，犌是粒度控制矩阵，⊙代表逐

元素点乘．ＭａＰＬｅ
［１７８］将提示学习拓展到图像、文字

两种模态中．该方法采用向Ｔｒａｎｓｆｏｒｍｅｒ中间向量

拼接参数的方式在 ＶＬＭ 的视觉、语义分支都进行

提示，并使用语义提示控制视觉提示的生成，以促进

两种模态之间的信息交互．

５３　基于自适应模块的方法

ＶＬＭ 上的自适应模块法主要可以分为２类．

一类是传统的Ａｄａｐｔｅｒ方法，即在ＶＬＭ 的视觉、语

义分支上增加不同设计的自适应模块实现迁移；另

一类是基于缓存模型的方法．

（１）基于Ａｄａｐｔｅｒ的方法．ＣＬＩＰＡｄａｐｔｅｒ
［１６５］提出

在视觉和语义分支分别添加一个Ａｄａｐｔｅｒ，以残差的

形式修改中间变量：狕犐


＝α狕
犐＋（１－α）犃

犐（狕犐），狕犜


＝

β狕
犜＋（１－β）犃

犜（狕犜），其中狕犐、狕犜分别是原始的图

像、文字向量，α、β是超参数，犃
犐（·）、犃犜（·）分别是

语义分支和视觉分支增加的Ａｄａｐｔｅｒ，狕
犐，狕犜


是经过

迁移的特征向量，最后再使用式（８）～（９）进行分类．

ＶＬＡｄａｐｔｅｒ
［１６９］将ＶＬＭ的语义分支看作是一个语言

模型，并设计了统一的框架在语义分支上测试了提出

于自然语言处理领域的高效迁移方法：Ａｄａｐｔｅｒ
［５１］、
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Ｃｏｍｐａｃｔｅｒ
［３８］和ＨｙｐｅｒＦｏｒｍｅｒ

［５３］．ＩＰＡｄａｐｔｅｒ
［１７０］针

对用于文字生成图像的扩散模型提出了图片提示的

方法，通过一个图像提示 Ａｄａｐｔｅｒ将图像信息注入

到参数固定的扩散模型骨干网络（Ｕｎｅｔ）中．

（２）基于缓存模型的方法．ＴｉｐＡｄａｐｔｅｒ
［１６６］基于

ＣＬＩＰＡｄａｐｔｅｒ扩展出了一种完全不需要训练的小

样本迁移方法．假设目标任务上有犖 个类别，每个

类别有犓 个样本，首先将每个训练样本经过视觉编

码器得到的视觉向量拼接为缓存模型的键矩阵

犉ｔｒａｉｎ∈犚
犖犓×犱，其中犱是视觉向量的维度，将每个训

练样本对应的独热标签拼接为缓存模型的值矩阵

犔ｔｒａｉｎ∈犚
犖犓×犖．对测试样本获取其视觉向量犳ｔｅｓｔ后

将其与键矩阵相乘得到相似度犃＝ｅｘｐ（－β（１－

犳ｔｅｓｔ犉
Ｔ
ｔｒａｉｎ）），最后根据式（１０）进行分类：

狔^＝α犃犔ｔｒａｉｎ＋（１－α）犳ｔｅｓｔ犠ｃｌｓ （１０）

其中犠ｃｌｓ是将每类的朴素提示拼接得到的矩阵，α是

超参数．式（１０）的第一项代表小样本训练集提供的

分类信息，第二项即ＣＬＩＰ原始的零样本推理方案．

ＳｕＳＸ
［１６７］认为ＴｉｐＡｄａｐｔｅｒ计算相似度犃 时只在

图像模态空间进行计算的做法并不是最优的，因此

提出跨模态计算相似度．该方法首先计算图像特征

与文字特征的相似度：

犛ｔｒａｉｎ＝Ｓｏｆｔｍａｘ（犉ｔｒａｉｎ犠ｃｌｓ），犛ｔｒａｉｎ∈犚
犖犓×犖 （１１）

犛ｔｅｓｔ＝Ｓｏｆｔｍａｘ（犳ｔｅｓｔ犠ｃｌｓ），犛ｔｅｓｔ∈犚
狋×犖 （１２）

其中狋是测试样本的数量．然后计算跨模态的相似

度犕犻，犼＝犓犔（犛
犻
ｔｅｓｔ 犛

犼
ｔｒａｉｎ
），犓犔（）代表ＫＬ散度，最后

根据下式进行分类：

　^狔＝α犃犔ｔｒａｉｎ＋（１－α）犳ｔｅｓｔ犠ｃｌｓ＋γψ（－犕）犔ｔｒａｉｎ （１３）

其中ψ（·）对 犕 中的元素进行放缩，γ是超参数．

式（１３）较式（１０）增加的第三项即代表跨模态相似

度对结果的影响．ＡＰＥ
［１６８］进一步对ＳｕＳＸ和Ｔｉｐ

Ａｄａｐｔｅｒ加以改进，首先对ＣＬＩＰ提取的图像、文字

特征进行修正，只取其中最有意义的部分通道，即

对上文的犉ｔｒａｉｎ、犳ｔｅｓｔ、犠ｃｌｓ都进行修正得到犉′ｔｒａｉｎ、犳′ｔｅｓｔ、

犠′ｃｌｓ，然后根据式（１４）进行分类：

狔^＝α犃′（ｄｉａｇ（犚犉′犠′）犔ｔｒａｉｎ）＋（１－α）犳′ｔｅｓｔ犠′ｃｌｓ（１４）

其中犚犉′犠′＝ｅｘｐ（λ·犓犔（犉′ｔｒａｉｎ犠′ｃｌｓ‖犔ｔｒａｉｎ）），可以认

为是缓存模型中特征的权重，代表其表征的正确性

以及对最终结果的贡献程度．另外，该方法还设计了

一种需要训练的ＡＰＥＴ方法以提升性能．

值得注意的是，基于缓存模型的方法只需要根

据模型针对训练数据产生的输出构建缓存矩阵即可

进行推理，不需要训练、微调任何的参数，因此其可

调参数量是０％，在参数量上的高效性达到极致，适

合存储空间极度受限的平台．

５４　其他方法

还有一些方法基于蒸馏、微调等技术对 ＶＬＭ

进行迁移．ＴｉｎｙＣＬＩＰ
［２９］设计了一种用于ＶＬＭ 的高

效蒸馏框架．该方法提出在跨模态空间进行蒸馏，

让学生模型模仿教师模型中不同模态之间的信息

相互关联；且在初始化学生模型时，将教师模型的

部分权重转移到学生模型上，以降低蒸馏开销．

ＰＡＤＣＬＩＰ
［１７７］提出在目标域数据上微调ＶＬＭ，为了

避免破坏其预训练结构，提出一种度量来显式控制

参数更新学习率．ＵｎｉＭｏＳ
［１７５］发现 ＶＬＭ 所提取的

跨模态特征实际上没有很好地对齐，因此提出显式

地将特征中归属于不同模态的信息分解出来分别在

各自的模态进一步处理．该方法不需要学习提示，因

此不涉及对 ＶＬＭ 预训练模块的任何前后传播，具

有极高的参数和运算敏捷性，仅需训练一个相当于

２％总参数量的模态分离网络和分类器即可在领域

自适应基准上达到前沿性能．

ＶＬＭ 的设计和迁移是近年来的热点话题，已

经出现不少综述文献对此领域的方法进行了总结整

理．如综述文献［１７９１８２］就 ＶＬＭ 的发展、不同结

构、不同任务、不同预训练方法进行了较好的总结．

文献［１８３］就预训练 ＶＬＭ 在视觉领域的应用进行

调研，覆盖了ＶＬＭ 预训练、数据集资源、迁移方法、

知识蒸馏等方面．可以总结，跨模态深度模型和方法

已经成为现在的研究主流，且有望在未来统一深度

模型在不同领域、不同模态的应用，真正实现用一个

超大预训练模型解决所有问题的构想．

多模态模型融合了计算机视觉、自然语言处理

的常见模型，其中的许多基础大模型基于视觉和语

言领域预训练模型的直接融合微调而成．为了实现

不同模态信息的高效传递和相互作用，本领域最常

用的一类迁移方法为自适应模块法，通过可学习模

块实现不同模态信息的微调．由于多模态中常常涉

及文字模态，提示学习也在多模态模型的高效迁移

中起到重要作用，特别是通过学习跨模态提示实现

不同模态之间的相互促进和提升．

５５　常用数据集与实验结果

多模态领域的数据集覆盖范围广泛，从传统的

单一模态视觉分类任务到跨模态的图像问答、为图

片赋标题、导航、图像理解等都有所涉及．表１０以多

个同类型的子数据集构建的基准数据集为单位总结

了多模态模型在不同应用领域能解决的问题和挑

战，接下来进行介绍．
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表１０　多模态领域常用数据集

基准数据集 子数据集 描述 指标

图像分类基准

数据集

ＩｍａｇｅＮｅｔ
［１８４］ 包含常见的１０００个类别，１．２８Ｍ张训练样本 准确率

Ｃａｌｔｅｃｈ１０１［１３２］ 包含１０１个类别，共９１４６张图片 准确率

ＯｘｆｏｒｄＰｅｔｓ［１３６］ 宠物图像数据集，包含３７种宠物，共７３４９个样本 准确率

ＳｔａｎｄｆｏｒｄＣａｒｓ［１８５］ 细粒度分类数据集，包含１９６种汽车，共１６１８５张图片 准确率

Ｆｌｏｗｅｒｓ１０２［１３５］ 包含１０２种花卉图像，每种花卉包含４０～２５８个样本 准确率

Ｆｏｏｄ１０１［１８６］ 包含１０１种食物图像，共１０１０００个样本，包含些许噪声 准确率

ＦＧＶＣＡｉｒｃｒａｆｔ［１４９］ 包含１００种航空器的图片，每类包含１００个样本 准确率

ＳＵＮ３９７［１３７］ 大规模场景理解数据集，包含３９７个类别 准确率

ＤＴＤ［１３４］ 包含４７种常见的纹理，共５６４０个样本 准确率

ＥｕｒｏＳＡＴ［１４２］ 土地覆盖情况的卫星图像分类任务，共１０个类别２７０００个样本 准确率

ＵＣＦ１０１［１８７］ 视频切片动作识别数据集，共１０１个类别１３３２０个样本 准确率

文字图像基准

数据集

ＶＱＡｖ２［１８８］
图像问答数据集，要求模型根据视觉理解、常识、语言理解等能力回答关于图像
信息的问题

准确率

ＧＱＡ［１８９］ 大型图像问答数据集，提供场景中的图片标注和预提取的图像特征 准确率

ＮＬＶＲ２［１９０］ 视觉理解数据集，包含９２２４４对生成图像人工描述样本 准确率

ＣＯＣＯｃａｐｔｉｏｎ
［１９１］ 图像标题数据集，包含超过３３００００张图片，每张图片对应５条人工标注的标题 ＣＩＤｅｒ

文字视频基准

数据集

ＴＶＱＡ［１９２］
大型视频问答数据集，基于６部电视剧收集了２１７９３个视频切片．对每个切片提
出１个问题和４个备选项，模型需要选择正确的一个

准确率

Ｈｏｗ２ＱＡ［１９３］ 视频问答数据集，每个切片包含１个问题和４个备选项，共包含９０３５个视频片段 准确率

ＴＶＣ［１９４］ 大型视频标题数据集，包含１０８９６５条短视频片段和２６１４９０条对应标题 ＣＩＤｅｒ

ＹｏｕＣｏｏｋ２［１９５］ 大型视频标题数据集，包含２０００条未修剪的烹饪视频和对应的英语描述 ＣＩＤｅｒ

视觉语义导航

基准数据集

Ｒ２Ｒ［１９６］
真实建筑物内的自然语言导航数据集，任务要求智能体根据人工标注的导航指
引在陌生的建筑物内移动

ＳＰＬ

ＲＥＶＥＲＩＥ［１９７］ 数据集就环境某处的一件物体提供描述，智能体需要在环境中移动并找到这件物体 ＲＧＳＰＬ

ＮＤＨ［１９８］ 要求智能体根据一段智能体和数据库的对话记录抵达目标区域 任务进度

ＲｘＲ［１９９］
多语种语言导航数据集，其规模是Ｒ２Ｒ的１０倍，且包含英语、印地语和泰卢固语
三种语言，道路的长度和多样性也有所提升

ｎＤＴＷ

领域自适应基准

数据集

ＯｆｆｉｃｅＨｏｍｅ［２００］
领域自适应图像分类数据集，包含４个领域艺术（Ａ），剪贴画（Ｃ），物品（Ｐ），真实
（Ｒ）共１５５００个样本，６５个类别

准确率

ＶｉｓＤＡ２０１７［２０１］
领域自适应图像分类数据集，包含１５２３９７张人工生成的样本作为源域和５５３８８
张真实世界样本作为目标域，共１２个类别

准确率

语音视觉基准

数据集

ＶＧＧＳｏｕｎｄ［２０２］
包含超过２０００００条分属于３０９个语音类别的切片，每个切片中都包含有发出声
音的物体和对应的音频，例如演奏小提琴、吹头发等

ｍＡＰ，ＡＵＣ

ＩｍａｇｅＨｅａｒ
［２０３］

包含１０１张图片，分属于３０个类别，用于音频生成模型的ＯＯＤ（ｏｕｔｏｆｄｉｓｔｒｉｂｕ
ｔｉｏｎ）验证

准确率

绝大多数将ＶＬＭ 用于小样本迁移学习任务的

方法都跟随ＣＬＩＰ
［１４７］的实验设定，在一个包含１１个

子数据集的图像分类基准数据集上进行测试．其中

包括常见物体的分类、细粒度分类（花、车、飞行器等

的具体类别区分）、纹理分类、卫星图像等应用，覆盖

范围较广，凸显出了预训练ＶＬＭ的泛化能力之强．

作为多模态大模型，许多方法将 ＶＬＭ 应用于跨模

态任务，如图像文字任务中模型需要实现看图说话、

看图答题、为图片总结标题等功能，其中ＣＩＤＥｒ
［２０４］

是图像标注问题的评价指标；在视频文字任务中模

型需要理解视频内容并回答问题、为一段视频总结

标题等；在视觉语义导航任务中模型需要根据文字

提示在模拟环境中操作一个智能体移动到相应的位

置或完成具体的任务，其中ＳＰＬ
［２０５］用于衡量导航

的精度和效率，ＲＧＳＰＬ
［１７１］根据不同道路的权重衡

量任务的完成度，ｎＤＴＷ
［１７１］惩罚偏离至标准路径之

外的行为．也有部分方法将 ＶＬＭ 用于领域自适应

任务，ＶＬＭ极强的零样本推理能力在目标域无标

签时能提供可靠的伪标签，从而大幅提升在领域自

适应任务上的效果．

本文进一步以应用范围最广的图像分类基准包

含的１１个子数据集为例，收集了多模态领域的代表

性方法在上述数据集的实验结果进行比较分析，如

表１１所示．其中的“ＣＬＩＰ”一栏为预训练ＣＬＩＰ模型

的零样本推理（不经过任何微调）结果．可以看出，经

过小样本上高效微调后模型的性能有了大幅提升．特

别是在ＦＧＶＣＡｉｒｃｒａｆｔ（航空器图片分类）、ＥｕｒｏＳＡＴ

（卫星图像分类）等专业性较强的数据集上，ＣＬＩＰ的

预训练知识涉及较少，难以作出有效的零样本推理，

而高效迁移技术大幅提升了多模态模型的泛化性能．

１１５２１１期 李鑫尧等：资源受限的大模型高效迁移学习算法研究综述



表１１　多模态领域部分代表性方法在图像分类基准数据集上的实验结果

方法 骨干模型 会议／期刊 ＩｍａｇｅＮｅｔ Ｃａｌｔｅｃｈ Ｐｅｔｓ Ｃａｒｓ Ｆｌｏｗｅｒｓ Ｆｏｏｄ ＦＧＶＣ

ＣＬＩＰ［１６２］ ＶｉＴＢ／１６ ＩＣＭＬ ７２．４ ９６．８ ９１．２ ６３．４ ７２．１ ９０．１ ２７．２

ＣｏＯｐ
［３４］ ＶｉＴＢ／１６ ＩＪＣＶ ７６．５ ９８．０ ９３．７ ７８．１ ９７．６ ８８．３ ４０．４

ＣｏＣｏＯｐ
［３５］ ＶｉＴＢ／１６ ＣＶＰＲ ７６．０ ９８．０ ９５．２ ７０．５ ９４．９ ９０．７ ３３．４

ＭａＰＬｅ［１７８］ ＶｉＴＢ／１６ ＣＶＰＲ ７６．７ ９７．７ ９５．４ ７２．９ ９５．９ ９０．７ ３７．４

ＣＬＩＰＡｄａｐｔｅｒ
［１６５］ ＲｅｓＮｅｔ５０ ＩＪＣＶ ６２．０ ９４．０ ８６．１ ７２．５ ９４．４ ７６．９ ３８．８

ＳｕＳＸ［１６７］ ＲｅｓＮｅｔ５０ ＩＣＣＶ ６２．２ ９０．５ ８７．８ ６９．１ ９０．０ ７５．９ ３０．０

ＡＰＥ［１６８］ ＲｅｓＮｅｔ５０ ＩＣＣＶ ６３．５ ９２．５ ８９．０ ７０．０ ９２．３ ７８．５ ３１．４

６　现存问题和发展方向

作为一个新兴研究方向，现存高效迁移学习方

法的研究进展有目共睹，但也存在一些挑战和待解

决的问题，主要包括：

（１）对有标注数据的依赖．虽然微调等迁移方

法所需的训练数据较重新训练模型大大减少，但仍

无法实现完全无监督的迁移．如ＶＬＭ 迁移中常见

的小样本设定，虽然对每类仅有十余个标注样本的

要求，在现实应用中有时也是难以满足的，且容易对

这些小样本过拟合，降低方法的泛化性能．

（２）高效性单一．现有的高效迁移方法所宣称

的“高效”几乎全部来源于参数和内存的高效性，即

迁移时需要训练、存储的参数较完整的模型大大减

少．然而许多方法实际上需要的训练时间、内存显存

占用、推理时间和开销等不比重新训练模型小．如基

于提示微调的方法虽然只需要训练极少的提示向

量，但仍需要对预训练模型进行前向、反向传播以获

得梯度，且推理时仍需要加载整个预训练模型，仍然

限制了这些方法在实际场景下的应用．

（３）评价标准不统一．本领域发展时间较短，尚

未形成一套公认的评价体系和标准的评测方案，不

同的工作可能在实现、评价细节上有所不同，因此所

报告的优越性能可靠性和实用性存疑．文献［２０６］

以自然语言处理领域中的基准数据集 ＧＬＵＥ
［９１］和

ＳｕｐｅｒＧＬＵＥ
［９２］为例，指出部分方法报告的性能实

际上来源于验证集而不是评测网站提供的测试集，

因此存在数据泄露、随机种子调优等外部因素的干

扰．该文献进一步指出，许多宣称性能超过全微调的

高效迁移方法所报告的结果难以稳定复现，如

ＶＬＭ、自然语言模型中常用的提示微调方法就极不

稳定，实际性能难以超越全微调．因此，为了确保此

领域的健康发展和现实应用价值，有必要提出一套

完善的评判流程和方法论，以真正认识不同方法之

间的优劣；或是提出一种新颖的高效性指标，能综合

考虑算法的复杂度、训练推理时间、参数开销、收敛

性能等，实现公平且全面的评价．

（４）软硬件基础设施不足．现有方法多数仍处

于研究阶段，其代码实现仅支持在研究数据集上的

验证，而缺乏配套的软硬件接口支撑．虽然许多方法

之间存在共性，如本文总结的不同应用领域都存在的

基于自适应模块、自适应参数注入的方法，但其具体

实现可能在不同工作中是不同的，限制了其扩展性．

基于上述的讨论，结合实际应用场景，本文总结

出如下的潜在研究方向：

（１）无监督、自监督的高效迁移学习．针对目标

领域完全不存在标注数据的情况进行模型泛化．这

在实际应用场景中是十分常见的，如自动驾驶技术

的应用中可能面对的路况、汽车可能运行的区域、驾

驶员的驾驶习惯都是不可预知的，而汽车上所能搭

载的算力往往也十分有限，如何在算力不足、数据缺

乏的情况下将预训练的自动驾驶模型泛化至任意的

场合工况下就是十分实际的问题．现存较为接近的

设定包括领域自适应和领域泛化，前者假设目标域

仅存在无标注的数据———以自动驾驶为例，可以让

车辆在目标路况下由驾驶员进行测试驾驶提供；后

者假设目标域是未知的，更贴近实际情况，但也难度

更高．另一种可能的解决方案是自监督学习．仍然以

自动驾驶为例，算法可以根据日渐积累的驾驶数据自

我调节，以逐渐适配驾驶员的驾驶习惯和用车特点．

（２）研发推理时间、内存、显存、部署高效的迁

移方法．现有高效迁移方法强调的多是训练参数量

的高效性，而实际应用中资源的稀缺性常体现在更

多方面．如自动驾驶技术要求的推理性能极高，需要

在极短的时延内返回结果；微型、可穿戴设备则要求

的更强的部署高效性，其推理时占用的算力、部署所

需的存储空间都应足够小；卫星、导航等系统则要求

更高的迁移算法精度，希望迁移时损失的性能尽可

能小．因此，需要根据不同的应用场景和要求有侧重
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地提出更丰富的高效迁移方法．

（３）形成一套完整的验证标准和软硬件支持方

案．现有方法仍停留在研究阶段，其性能也仅在研究

性数据集上得以验证．而目前工业应用中效果最好、

应用最广的迁移方法仍是全微调．要想推广高效迁

移方法的应用部署，首先需要设计一套标准的验证

流程，指明算法运行的条件、验证数据、与其他方法

对比的原则等，其次需要提供标准的高效模块、参数

等实现接口，并提供自上而下的软硬件支持．只有可

信地证明了高效方法较全微调方法的优越性、提供

了便捷的实现和支持，才有可能真正推进深度迁移

学习在更多资源受限环境下的应用．

另外，在实际应用时还需要考虑具体应用场景

下“高效性”和“准确性”的权衡，讨论如何在牺牲最

少模型性能的情况下换取更显著的开销缩减．现有

方法多停留在实验室验证，缺乏在实际部署场景中

的试验数据．

７　结　论

本文首次就资源受限条件下的高效迁移学习方

法进行总结综述，结合研究热点，从传统的自然语言

理解、计算机视觉和新兴的多模态模型这３大应用

领域入手，深刻对比不同领域间高效迁移方法的异

同，并总结出了５类高效迁移技术手段：修改模型结

构、更新模型参数、修改模型输入输出、注入自适应

参数和增加自适应模块．本文基于此５种分类方法

对３大领域中的代表性方法进行了深度的解构和清

晰的归纳，意在帮助读者迅速入门此领域并理解实

现高效迁移的一般手段．最后对现有方法的局限性

进行了讨论，并据此提出高效迁移学习的未来发展

方向，期望能促进更多学者对本领域的思考和推进，

为本领域的发展与推广应用提供基础思路和方向．
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ｗｏｒｌｄｖｉｓｕａｌｒｅａｓｏｎｉｎｇａｎｄｃｏｍｐｏｓｉｔｉｏｎａｌｑｕｅｓｔｉｏｎａｎｓｗｅｒｉｎｇ

／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ

ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．ＬｏｎｇＢｅａｃｈ，ＵＳＡ，２０１９：

６７００６７０９

［１９０］ ＳｕｈｒＡ，ＺｈｏｕＳ，ＺｈａｎｇＡ，ｅｔａｌ．Ａｃｏｒｐｕｓｆｏｒｒｅａｓｏｎｉｎｇ

ａｂｏｕｔｎａｔｕｒａｌｌａｎｇｕａｇｅｇｒｏｕｎｄｅｄｉｎｐｈｏｔｏｇｒａｐｈｓ．ａｒＸｉｖ

ｐｒｅｐｒｉｎｔａｒＸｉｖ：１８１１．００４９１，２０１８

［１９１］ ＣｈｅｎＸ，ＦａｎｇＨ，ＬｉｎＴＹ，ｅｔａｌ．ＭｉｃｒｏｓｏｆｔＣＯＣＯｃａｐｔｉｏｎｓ：

Ｄａｔａｃｏｌｌｅｃｔｉｏｎａｎｄｅｖａｌｕａｔｉｏｎｓｅｒｖｅｒ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：

１５０４．００３２５，２０１５

［１９２］ ＬｅｉＪ，ＹｕＬ，ＢａｎｓａｌＭ，ｅｔａｌ．ＴＶＱＡ：Ｌｏｃａｌｉｚｅｄ，ｃｏｍｐｏｓｉ

ｔｉｏｎａｌｖｉｄｅｏｑｕｅｓｔｉｏｎａｎｓｗｅｒｉｎｇ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１８０９．

０１６９６，２０１８

［１９３］ ＬｉＬ，ＣｈｅｎＹＣ，ＣｈｅｎｇＹ，ｅｔａｌ．ＨＥＲＯ：Ｈｉｅｒａｒｃｈｉｃａｌ

ｅｎｃｏｄｅｒｆｏｒｖｉｄｅｏ＋ｌａｎｇｕａｇｅｏｍｎｉｒｅｐｒｅｓｅｎｔａｔｉｏｎｐｒｅｔｒａｉｎｉｎｇ．

ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：２００５．００２００，２０２０

［１９４］ ＬｅｉＪ，ＹｕＬ，ＢｅｒｇＴＬ，ｅｔａｌ．ＴＶＲ：Ａｌａｒｇｅｓｃａｌｅｄａｔａｓｅｔ

ｆｏｒｖｉｄｅｏｓｕｂｔｉｔｌｅ ｍｏｍｅｎｔｒｅｔｒｉｅｖａｌ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ—ＥＣＣＶ２０２０：１６ｔｈＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅ．

Ｇｌａｓｇｏｗ，ＵＫ，２０２０：４４７４６３

［１９５］ ＺｈｏｕＬ，ＸｕＣ，ＣｏｒｓｏＪ．Ｔｏｗａｒｄｓａｕｔｏｍａｔｉｃｌｅａｒｎｉｎｇｏｆ

ｐｒｏｃｅｄｕｒｅｓｆｒｏｍ ｗｅｂｉｎｓｔｒｕｃｔｉｏｎａｌｖｉｄｅｏｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ

ｔｈｅＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．ＮｅｗＯｒｌｅａｎｓ，

ＵＳＡ，２０１８，３２（１）：７５９０７５９８

［１９６］ ＡｎｄｅｒｓｏｎＰ，ＷｕＱ，ＴｅｎｅｙＤ，ｅｔａｌ．Ｖｉｓｉｏｎａｎｄｌａｎｇｕａｇｅ

ｎａｖｉｇａｔｉｏｎ：Ｉｎｔｅｒｐｒｅｔｉｎｇｖｉｓｕａｌｌｙｇｒｏｕｎｄｅｄｎａｖｉｇａｔｉｏｎｉｎｓｔｒｕｃ

ｔｉｏｎｓｉｎ ｒｅａｌ ｅｎｖｉｒｏｎｍｅｎｔｓ／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ

ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．

ＳａｌｔＬａｋｅＣｉｔｙ，ＵＳＡ，２０１８：３６７４３６８３

［１９７］ ＱｉＹ，ＷｕＱ，ＡｎｄｅｒｓｏｎＰ，ｅｔａｌ．ＲＥＶＥＲＩＥ：Ｒｅｍｏｔｅｅｍｂｏｄｉｅｄ

ｖｉｓｕａｌｒｅｆｅｒｒｉｎｇｅｘｐｒｅｓｓｉｏｎｉｎｒｅａｌｉｎｄｏｏｒｅｎｖｉｒｏｎｍｅｎｔｓ／／

ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅｏｎ Ｃｏｍｐｕｔｅｒ

Ｖｉｓｉｏｎａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．Ｓｅａｔｔｌｅ，ＵＳＡ，２０２０：

９９８２９９９１

［１９８］ ＴｈｏｍａｓｏｎＪ，Ｍｕｒｒａｙ Ｍ，Ｃａｋｍａｋ Ｍ，ｅｔａｌ．Ｖｉｓｉｏｎａｎｄ

ｄｉａｌｏｇｎａｖｉｇａｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＣｏｎｆｅｒｅｎｃｅｏｎＲｏｂｏｔ

Ｌｅａｒｎｉｎｇ．Ｖｉｒｔｕａｌ，２０２０：３９４４０６

［１９９］ ＫｕＡ，ＡｎｄｅｒｓｏｎＰ，ＰａｔｅｌＲ，ｅｔａｌ．ＲｏｏｍａｃｒｏｓｓＲｏｏｍ：

Ｍｕｌｔｉｌｉｎｇｕａｌ ｖｉｓｉｏｎａｎｄｌａｎｇｕａｇｅ ｎａｖｉｇａｔｉｏｎ ｗｉｔｈ ｄｅｎｓｅ

ｓｐａｔｉｏｔｅｍｐｏｒａｌｇｒｏｕｎｄｉｎｇ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：２０１０．０７９５４，

２０２０

［２００］ ＶｅｎｋａｔｅｓｗａｒａＨ，ＥｕｓｅｂｉｏＪ，ＣｈａｋｒａｂｏｒｔｙＳ，ｅｔａｌ．Ｄｅｅｐ

ｈａｓｈｉｎｇ ｎｅｔｗｏｒｋｆｏｒ ｕｎｓｕｐｅｒｖｉｓｅｄ ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ／／

ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ

ａｎｄＰａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．Ｈｏｎｏｌｕｌｕ，ＵＳＡ，２０１７：５０１８

５０２７

［２０１］ ＰｅｎｇＸ，ＵｓｍａｎＢ，ＫａｕｓｈｉｋＮ，ｅｔａｌ．ＶｉｓＤＡ：Ｔｈｅｖｉｓｕａｌ

ｄｏｍａｉｎａｄａｐｔａｔｉｏｎｃｈａｌｌｅｎｇｅ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１７１０．

０６９２４，２０１７

［２０２］ ＣｈｅｎＨ，ＸｉｅＷ，ＶｅｄａｌｄｉＡ，ｅｔａｌ．ＶＧＧＳｏｕｎｄ：Ａｌａｒｇｅ

ｓｃａｌｅ ａｕｄｉｏｖｉｓｕａｌｄａｔａｓｅｔ／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅＩＣＡＳＳＰ

２０２０—２０２０ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｃｏｕｓｔｉｃｓ，

ＳｐｅｅｃｈａｎｄＳｉｇｎａｌＰｒｏｃｅｓｓｉｎｇ（ＩＣＡＳＳＰ）．Ｖｉｒｔｕａｌ，２０２０：

７２１７２５

［２０３］ ＳｈｅｆｆｅｒＲ，ＡｄｉＹ．Ｉｈｅａｒｙｏｕｒｔｒｕｅｃｏｌｏｒｓ：Ｉｍａｇｅｇｕｉｄｅｄ

ａｕｄｉｏｇｅｎｅｒａｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＣＡＳＳＰ２０２３—２０２３

ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｃｏｕｓｔｉｃｓ，Ｓｐｅｅｃｈａｎｄ

ＳｉｇｎａｌＰｒｏｃｅｓｓｉｎｇ（ＩＣＡＳＳＰ）．ＲｈｏｄｅｓＩｓｌａｎｄ，Ｇｒｅｅｃｅ，２０２３：

１５

［２０４］ Ｖｅｄａｎｔａｍ Ｒ，ＬａｗｒｅｎｃｅＺｉｔｎｉｃｋ Ｃ，Ｐａｒｉｋｈ Ｄ．ＣＩＤＥｒ：

Ｃｏｎｓｅｎｓｕｓｂａｓｅｄｉｍａｇｅｄｅｓｃｒｉｐｔｉｏｎｅｖａｌｕａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ

Ｒｅｃｏｇｎｉｔｉｏｎ．Ｂｏｓｔｏｎ，ＵＳＡ，２０１５：４５６６４５７５

［２０５］ ＡｎｄｅｒｓｏｎＰ，ＣｈａｎｇＡ，ＣｈａｐｌｏｔＤＳ，ｅｔａｌ．Ｏｎｅｖａｌｕａｔｉｏｎｏｆ

ｅｍｂｏｄｉｅｄｎａｖｉｇａｔｉｏｎａｇｅｎｔｓ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１８０７．

０６７５７，２０１８

［２０６］ ＣｈｅｎＧ，ＬｉｕＦ，ＭｅｎｇＺ，ｅｔａｌ．Ｒｅｖｉｓｉｔｉｎｇｐａｒａｍｅｔｅｒ

ｅｆｆｉｃｉｅｎｔｔｕｎｉｎｇ：Ａｒｅｗｅｒｅａｌｌｙｔｈｅｒｅｙｅｔ？／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

２０２２ＣｏｎｆｅｒｅｎｃｅｏｎＥｍｐｉｒｉｃａｌＭｅｔｈｏｄｓｉｎＮａｔｕｒａｌＬａｎｇｕａｇｅ

Ｐｒｏｃｅｓｓｉｎｇ．ＡｂｕＤｈａｂｉ，２０２２：２６１２２６２６

０２５２ 计　　算　　机　　学　　报 ２０２４年



犔犐犡犻狀犢犪狅，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．Ｈｉｓ

ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ，

ｄｏｍａｉｎａｄａｐｔａｔｉｏｎ，ａｎｄｌａｒｇｅｆｏｕｎｄａｔｉｏｎ

ｍｏｄｅｌｓ．

犔犐犑犻狀犵犑犻狀犵，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｃｏｍｐｕｔｅｒｖｉｓｉｏｎ，ｍｕｌｔｉｍｅｄｉａａｎａｌｙｓｉｓ，ｄｏｍａｉｎａｄａｐ

ｔａｔｉｏｎａｎｄｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ．

犣犎犝犔犲犻，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｌａｒｇｅｓｃａｌｅｍｕｌｔｉｍｅｄｉａｄａｔａｒｅｔｒｉｅｖａｌａｎｄａｎａｌｙｓｉｓ，

ｄａｔａｍｉｎｉｎｇ，ａｎｄｄｅｅｐｌｅａｒｎｉｎｇ．

犛犎犈犖犎犲狀犵犜犪狅，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｍｕｌｔｉｍｅｄｉａｓｅａｒｃｈ，ｃｏｍｐｕｔｅｒｖｉｓｉｏｎ，ａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉ

ｇｅｎｃｅ，ａｎｄｂｉｇｄａｔａｍａｎａｇｅｍｅｎｔ．

犅犪犮犽犵狉狅狌狀犱

Ｅｆｆｉｃｉｅｎｔｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇｉｓａｔｈｒｉｖｉｎｇｒｅｓｅａｒｃｈａｒｅａ

ａｉｍｉｎｇｔｏ ｒｅｄｕｃｅｔｈｅｃｏｍｐｕｔａｔｉｏｎ ｃｏｓｔｓ ｏｆｔｒａｎｓｆｅｒｒｉｎｇ

ｋｎｏｗｌｅｄｇｅｉｎｌａｒｇｅｍｏｄｅｌｓ．Ａｓｔｈｅｓｉｚｅａｎｄｃｏｍｐｌｅｘｉｔｙｏｆ

ｐｒｅｔｒａｉｎｅｄｍｏｄｅｌｓｃｏｎｔｉｎｕｅｔｏｉｎｃｒｅａｓｅ，ｔｈｅｎｅｅｄｆｏｒｅｆｆｉｃｉｅｎｔ

ｍｅｔｈｏｄｓｔｏａｄａｐｔｔｈｅｓｅｍｏｄｅｌｓｔｏｓｐｅｃｉｆｉｃｔａｓｋｓｏｒｄｏｍａｉｎｓ

ｈａｓｂｅｃｏｍｅｉｎｃｒｅａｓｉｎｇｌｙｕｒｇｅｎｔ．Ｔｈｉｓｗｏｒｋｓｅｒｖｅｓａｓｔｈｅｆｉｒｓｔ

ｃｏｍｐｒｅｈｅｎｓｉｖｅｌｉｔｅｒａｔｕｒｅｒｅｖｉｅｗｏｎｅｆｆｉｃｉｅｎｔｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ，

ｏｆｆｅｒｉｎｇａｔｉｍｅｌｙａｎｄｉｎｄｅｐｔｈａｎａｌｙｓｉｓｏｆｔｈｉｓｒａｐｉｄｌｙｅｖｏｌｖｉｎｇ

ｆｉｅｌｄ．Ｔｈｅｃｏｎｔｒｉｂｕｔｉｏｎｓｏｆｔｈｉｓｗｏｒｋａｒｅｔｈｒｅｅｆｏｌｄ．（１）Ｔｈｉｓ

ｗｏｒｋｓｙｓｔｅｍａｔｉｃａｌｌｙｓｕｍｍａｒｉｚｅｓｒｅｃｅｎｔａｄｖａｎｃｅｓｉｎｅｆｆｉｃｉｅｎｔ

ｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ；（２）Ｔｈｉｓｗｏｒｋｐｒｏｐｏｓｅｓａｎｏｖｅｌｆｒａｍｅｗｏｒｋ
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